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der Arbeitsphasen werden für die 168 Perioden jedes Szenarios vorab berechnet und 
gespeichert. Diese Vorausberechnung reduziert die Variablanzahl in der Optimierungsrechnung 
und verringert die Rechenzeit erheblich. Durch die zufällige Ziehung der Bauteiltypen und die 
Variation der enthaltenen Aufträge erzeugen die Szenarien eine hohe Variabilität. Diese 
Variabilität verhindert, dass die Optimierung auf spezifische Konstellationen zugeschnitten 
wird. Sie ermöglicht eine robuste Bewertung der Optimierungsgüte und stellt sicher, dass die 
Ergebnisse über unterschiedliche Bedingungen hinweg aussagekräftig sind. 
 
Zusammenfassend basieren die Optimierungsdaten auf der Betrachtung zweier Prozessketten. 
Diese Prozesse werden in Szenarien modelliert, um unterschiedliche Produktionsbedingungen 
und zeitliche Rahmen abzubilden. Jedes Szenario umfasst bis zu zehn Bauteile, die aus einer 
Auswahl von neun definierten Bauteiltypen stammen. Diese unterscheiden sich durch 
spezifische Größen- und Komplexitätsfaktoren, die sich direkt auf die Prozessdauern und 
Energiebedarfe auswirken. Die Szenarien decken jeweils die ersten sieben Tage (168 Stunden) 
eines Monats ab. Für jeden der zwölf Monate eines Jahres werden zehn solche Szenarien 
erzeugt, wodurch insgesamt 120 Szenarien pro Prozesskette entstehen. Über alle Szenarien 
hinweg werden 1.200 Bauteile betrachtet, die die Vielfalt der Produktionsanforderungen 
abbilden. Da die Szenarien für beide Prozessketten – RTM und AP – separat erzeugt werden, 
liegen insgesamt 240 Optimierungsdatensätze vor. Diese strukturierte Speicherung 
gewährleistet eine klare Zuordnung zu Szenarien, Prozessen und Zeiträumen und ermöglicht 
eine direkte Nutzung der Datensätze für die Optimierungsrechnung sowie deren 
Nachvollziehbarkeit und Wiederverwendbarkeit. 
 
Parameter der Szenarien: 
• Prozessketten: 2 (AP und RTM) 
• Monate: 12 
• Szenarien je Monat: 10 
• Bauteile je Szenario: 10 
• Bauteiltypen: 9 (unterschiedliche Kombinationen von Größen- und Komplexitätsfaktoren) 
• Perioden je Szenario: 168 (7 Tage, stündliche Auflösung) 
 
Alle erzeugten Szenarien und Auftragsdatensätze werden in strukturierter Form gespeichert 
(.pkl-Dateien), sodass sie für die Optimierungsrechnung direkt verfügbar sind. Zudem 
ermöglicht die klare Struktur eine einfache Nachverfolgbarkeit und erleichtert die Verwendung 
der Datensätze für Evaluierungen oder weiterführende Analysen. Die strukturierte Speicherung 
stellt sicher, dass die Szenarien nachvollziehbar bleiben und die Ergebnisse reproduzierbar sind. 
Die Implementierung des MILP-Modells erfolgt mithilfe der Optimierungssoftware Gurobi. 
Der Code der Modellimplementierung ist in Anhang 4 dargestellt. Ziel ist es, für jedes der zuvor 
erzeugten Szenarien eine Optimierungsrechnung durchzuführen, die auf den vorab berechneten 
Daten und Parametern basiert. Das Modell (vgl. Kapitel 6.2.2) minimiert die Energiekosten der 
betrachteten Prozessketten und berücksichtigt dabei alle relevanten Nebenbedingungen und 
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Restriktionen. Die Implementierung beginnt mit dem Laden der vorbereiteten 
Auftragsdatensätze, die alle notwendigen Informationen enthalten. Jeder Datensatz beschreibt 
ein Szenario mit bis zu zehn Bauteilen, die in einer der beiden betrachteten Prozessketten 
bearbeitet werden. Die Datensätze umfassen die Liste der Arbeitsaufträge, deren Zuordnung zu 
den Bauteilen sowie die verfügbaren Arbeitssysteme und deren Zuordnung zu den Prozessen. 
Für jedes Szenario werden die betrachteten Zeitperioden definiert. Zusätzlich enthalten die 
Datensätze technische und zeitliche Parameter wie die Dauer der Aufträge, Liegezeitlimits 
zwischen aufeinanderfolgenden Aufträgen und die Abhängigkeiten der Aufträge innerhalb 
eines Bauteils. Eine besondere Rolle spielen die bereits vorab berechneten Energiekosten, die 
die Grundlage für die Zielfunktion des Modells bilden. Nach dem Laden der Daten erfolgt die 
Erstellung des Optimierungsmodells in Gurobi. Dabei werden zunächst die 
Entscheidungsvariablen definiert. Die zentralen Variablen des Modells geben an, wann ein 
Auftrag gestartet wird und auf welchem Arbeitssystem er bearbeitet wird. 
 
Durch die binären Entscheidungsvariablen wird sichergestellt, dass ein Auftrag in einer Periode 
entweder aktiv ist oder nicht. Die Zielfunktion des Modells basiert auf der Minimierung der 
Gesamtkosten. Hierbei werden die Energiekosten aller für die Fertigung angenommenen 
Arbeitsaufträge über die betrachteten 168 Perioden summiert. Die Zielfunktion verknüpft die 
vorgegebenen Kostenwerte mit den Entscheidungsvariablen, sodass die Optimierung die 
energiekostenintensiven Zeitfenster möglichst vermeidet. Neben der Zielfunktion umfasst das 
Modell eine Reihe von Nebenbedingungen, die die Einhaltung technischer und logistischer 
Restriktionen sicherstellen. Dazu gehört beispielsweise, dass jeder Auftrag innerhalb des 
Szenarios genau einmal bearbeitet werden muss und nur einem Arbeitssystem zugewiesen 
werden darf. Außerdem darf ein Arbeitssystem zu einem bestimmten Zeitpunkt nur eine 
begrenzte Anzahl von Aufträgen bearbeiten, wodurch die Maschinenkapazitäten berücksichtigt 
werden. Die Nebenbedingungen stellen auch sicher, dass zeitliche Abhängigkeiten zwischen 
den Aufträgen eingehalten werden. Für zusammenhängende Aufträge eines Bauteils darf die 
maximal zulässige Zeitspanne zwischen den Aufträgen, das sogenannte Liegezeitlimit, nicht 
überschritten werden. Zudem wird durch weitere Bedingungen garantiert, dass ein 
Nachfolgeauftrag erst beginnt, wenn sein Vorgänger vollständig abgeschlossen ist. 
 
Nach der vollständigen Definition des Modells wird die Optimierungsrechnung gestartet. 
Gurobi analysiert die Struktur des Modells, führt die Berechnungen durch und liefert eine 
optimale Lösung, die den minimalen Zielfunktionswert darstellt. Die Lösung gibt an, in welcher 
Periode und auf welchem Arbeitssystem jeder Auftrag jedes angenommenen Bauteils bearbeitet 
werden soll, um die Gesamtkosten zu minimieren. Die Ergebnisse der Optimierungsrechnung 
werden zusammen mit weiteren Informationen gespeichert. Dies umfasst den 
Zielfunktionswert, die Zuweisung der Aufträge zu Arbeitssystemen und Perioden sowie 
technische Details wie die Rechenzeit, die Anzahl der Variablen und Nebenbedingungen im 
Modell und die Lösungsgüte. Diese Informationen werden sowohl im ursprünglichen Datensatz 
gespeichert als auch in einer separaten Lösungsdatei abgelegt. Für jedes Szenario wird eine 
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Datei erstellt, die die vollständigen Eingabedaten sowie die berechneten Ergebnisse enthält. Die 
strukturierte Speicherung der Ergebnisse gewährleistet, dass die Daten sowohl für die 
Evaluierung durch Leser der Arbeit als auch für weiterführende Analysen genutzt werden 
können. Die Optimierungsrechnungen für die 240 Datensätze – je 120 für die beiden 
Prozessketten AP und RTM – erfordern erhebliche Rechenkapazitäten. Die Lösung jedes 
MILP-Problems stellt aufgrund der Vielzahl an Variablen und Nebenbedingungen eine hohe 
rechnerische Herausforderung dar. Auf handelsüblicher Hardware dauert die Berechnung eines 
einzelnen Modells bis zu mehreren Stunden, was die Gesamtzeit für alle Szenarien 
unpraktikabel machen würde. Um die Optimierungsrechnungen effizient auszuführen, wurde 
ein leistungsstarker Cloud-Server mit acht virtuellen CPUs, 16 GB RAM und einer lokalen 
Festplatte von 240 GB verwendet. Diese Konfiguration ermöglichte die parallele Bearbeitung 
mehrerer Modelle, wodurch die Gesamtdauer für die Berechnung aller 240 Szenarien auf 2,5 
Tage reduziert werden konnte. Durch die parallele Ausführung wurde die verfügbare 
Rechenkapazität optimal genutzt, was eine erhebliche Zeitersparnis im Vergleich zur 
Berechnung auf handelsüblicher Hardware darstellt. Die gewählte Infrastruktur bietet auch für 
einen praktischen Einsatz eine realistische Grundlage. Die Möglichkeit, 
Optimierungsrechnungen dieser Komplexität in einem überschaubaren Zeitrahmen 
durchzuführen, zeigt, dass die Methode nicht nur wissenschaftlich, sondern auch operativ für 
die PPS genutzt werden kann. Die flexible Skalierbarkeit von Cloud-Lösungen ermöglicht es 
zudem, den Rechenaufwand an die Größe und Komplexität der jeweiligen Szenarien 
anzupassen, was ihre Praxistauglichkeit weiter erhöht. 
 

7.4 Ergebnisse der Simulation 

Ziel der Simulation ist es, die Einsparpotenziale energiepreisbewusster Produktionsplanung der 
CFK-Fertigung zu quantifizieren und diese in Bezug auf die Volatilität der Energiepreise sowie 
die verschiedenen Szenarien zu analysieren. Dabei werden sowohl die absoluten Kosten als 
auch die Einsparungen der optimierten Produktionsplanung im Vergleich zu den 
Referenzwerten des ganzjährigen Mittelwerts der Energiepreise sowie der 7-Tage-Mittelwerts 
der Planungshorizonte betrachtet. Die Simulationen umfassen alle 240 Modellvarianten, die aus 
der Kombination der 12 Monate, 10 Szenarien und zwei Prozessketten (AP und RTM) 
resultieren. Für jeden Monat wird zudem die spezifische Energiepreis-Volatilität als zentrale 
Einflussgröße berücksichtigt. Die vollständigen Ergebnisse der Optimierungsberechnungen 
sind in Anhang 5 und Anhang 6 dieser Arbeit dokumentiert. Aufgrund der Vielzahl an 
Kombinationen aus Szenarien, Monaten und Prozessketten ist eine tabellarische Darstellung 
der Ergebnisse im Haupttext nicht praktikabel. Für die AP-Prozesskette sind die Ergebnisse in 
Anhang 5 dargestellt, während die RTM-Prozesse in Anhang 6 aufgeführt werden. In den 
Tabellen finden sich für jede Kombination die relevanten Informationen: der Monat, das 
Szenario, die Prozesskette, die berechneten Kosten der MILP-Optimierung, die Kosten auf 
Basis des jährlichen Mittelwerts sowie die Kosten auf Grundlage des 7-tägigen Mittelwerts. 
Die Ergebnisse zeigen deutliche Unterschiede in den Einsparungspotenzialen je nach Prozess, 
Szenario und Volatilität. 
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Die Tabellen der beiden Anhänge werden erzeugt, indem die Ergebnisse der 
Optimierungsrechnungen mit den Ausgangsdaten der einzelnen Szenarien zusammengeführt 
werden. Zunächst werden die erforderlichen Daten aus den im Rahmen der 
Optimierungsrechnung gespeicherten Dateien geladen. Dies umfasst die Szenariendaten, die 
detaillierte Informationen zu Bauteilen, Prozessketten und Energiebedarfen enthalten sowie die 
Optimierungsergebnisse, die die monatlichen Zielfunktionswerte, die Zuordnung von 
Aufträgen und Maschinen sowie die verwendeten Energiekostenfaktoren umfassen. Für jedes 
Szenario und jede Prozesskette werden die Gesamtenergiebedarfe der betrachteten Bauteile 
berechnet. Hierzu werden die Energiebedarfe aller Produktionsaufträge eines Bauteils 
summiert, getrennt nach den Prozessketten „AP“ und „RTM“. Gleichzeitig verarbeitet es die 
Optimierungsergebnisse, um die zur Fertigung angenommenen Bauteile anhand der aktiven 
Variablen zu identifizieren. Diese repräsentieren die Zuordnung von Aufträgen zu Maschinen 
und Startperioden. Der Zielfunktionswert der Optimierung wird um die vor Beginn der 
Optimierung im Rahmen der Szenarienbildung bestimmten szenarienindividuellen 
Energiekostenfaktoren korrigiert, sodass die Gesamtkosten korrekt abgebildet werden. 
Außerdem wird der tatsächliche Gesamtenergiebedarf auf Basis der in der Optimierung 
berücksichtigten Aufträge bestimmt. Die berechneten Energiebedarfe werden mit 
Vergleichspreisen aus den Strommarktdaten kombiniert. So werden für jeden Monat und jedes 
Szenario folgende Werte ermittelt: Die Kosten basierend auf dem jährlichen 
Durchschnittspreis, die Kosten auf Grundlage des 7-tägigen Durchschnittspreises sowie die 
Abweichungen zwischen den Optimierungskosten und den jeweiligen Vergleichswerten. Diese 
Abweichungen quantifizieren die Einsparungen, die durch den Einsatz des MILP-
Optimierungsmodells erzielt werden. Die zusammengeführten Ergebnisse werden anschließend 
in tabellarischer Form aufbereitet. Jede Tabelle enthält die betrachteten Monate, Szenarien und 
Prozessketten sowie die berechneten Werte für die Kosten der Optimierungslösung (MILP), die 
Kosten basierend auf dem jährlichen Mittelwert und dem 7-tägigen Mittelwert. Die erzeugten 
Tabellen werden in eine CSV-Datei exportiert, die die Grundlage für die Darstellung in den 
Anhängen bildet. Diese Tabellen ermöglichen es, alle Berechnungsergebnisse vollständig 
nachzuvollziehen und bieten eine detaillierte Übersicht über die Einsparungspotenziale für die 
betrachteten Szenarien. 
 
Zur Bewertung der Ergebnisse des Optimierungsmodells wurden Vergleichspreise auf Basis 
der historischen Großhandelspreisdaten für Strom im ermittelt. Die Berechnung dieser 
Vergleichspreise folgt einem mehrstufigen Prozess, der die Daten säubert, analysiert und in 
verschiedenen Aggregationen auswertet, um unterschiedliche Perspektiven auf die Stromkosten 
zu bieten. Zunächst wurden die Großhandelspreisdaten der Bundesnetzagentur aus einer CSV-
Datei eingelesen und bereinigt. Dabei wurden Zeitstempel, die als Spaltenbezeichnungen 
vorlagen, in das Datumsformat konvertiert, nicht benötigte Spalten entfernt und alle Werte 
standardisiert. Es wurde die Spalte der Marktregion „Deutschland/Luxemburg“ extrahiert, da 
diese die relevanten Strompreise enthält. Anschließend wurden die Preise für das 
Betrachtungsjahr 2023 gefiltert. 
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Für diese gefilterten Daten wurden mehrere Vergleichswerte berechnet: 
 
Jährlicher Mittelwert: Der Durchschnitt aller Strompreise für 2023 wurde berechnet, um 
einen globalen Referenzwert zu schaffen. Dieser Wert ermöglicht die Beurteilung, wie stark die 
optimierten Ergebnisse von einem konstanten Durchschnittspreis abweichen würden. 
 
Monatliche Mittelwerte: Um die Vergleichspreise genauer an die saisonalen Schwankungen 
des Strommarkts anzupassen, wurde der Mittelwert für jeden einzelnen Monat ermittelt. Diese 
Werte erlauben es, die Kosten der Optimierung mit den typischen durchschnittlichen Preisen in 
den jeweiligen Monaten zu vergleichen. 
 
Mittelwerte der ersten sieben Tage eines Monats: Für eine detaillierte Betrachtung, die den 
Zeitraum der Optimierungsrechnungen widerspiegelt, wurden die Strompreise der ersten sieben 
Tage jedes Monats isoliert. Basierend auf diesen Werten wurden ebenfalls monatliche 
Mittelwerte berechnet, um die Optimierungsergebnisse auf die tatsächlichen Preisniveaus in 
den jeweiligen Zeiträumen zu beziehen. 
 
Volatilität der Strompreise: Zusätzlich wurde die Volatilität (Standardabweichung) der 
Strompreise innerhalb der ersten sieben Tage jedes Monats berechnet. Diese Kennzahl gibt 
Aufschluss über die Schwankungsintensität der Preise in den betrachteten Zeiträumen und 
bildet die Grundlage für die Analyse, wie sich stark schwankende Preise auf das 
Einsparungspotenzial der Optimierung auswirken. 
 
Erst die jährlichen und monatlichen Durchschnittspreise sowie die Volatilitäten ermöglichen 
eine adäquate Bewertung und insbesondere die Einordnung der Optimierungsergebnisse. 
Während der jährliche Mittelwert einen globalen Benchmark bietet, erlauben die monatlichen 
und wochenspezifischen Werte einen genaueren Einblick in das Verhalten der Strompreise zu 
spezifischen Zeiträumen. Letztlich fließen diese Vergleichswerte in die Analyse der 
Kostenersparnisse ein, die durch die optimierten Produktionssteuerungen erzielt werden 
können. Während in Monaten mit niedriger Volatilität nur begrenzte Einsparungen erzielt 
werden, zeigen sich bei hoher Volatilität deutlich größere Potenziale, die vornehmlich durch 
die strategische Anpassung der Produktionszeitpunkte realisiert werden. Gleichzeitig wird die 
Abhängigkeit der Einsparungen von den spezifischen Szenarien und deren 
Bauteilzusammensetzungen deutlich, was die Bedeutung einer flexiblen Produktionsplanung 
unter variablen Energiepreisen unterstreicht. 
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Abbildung 35 zeigt den Plot der relativen Energiekosteneinsparungen des AP-Prozesses für alle 
Szenarien. Es wird ersichtlich, dass durch den Einsatz des MILP-Optimierungsmodells in allen 
Szenarien und für alle Monate positive Einsparungen erzielt werden konnten. Dies gilt 
unabhängig vom jeweiligen Volatilitätsniveau der Energiepreise. Die anteiligen Einsparungen 
spiegeln die Fähigkeit des Optimierungsmodells wider, durch gezielte Verlagerung der 
Produktionszeitpunkte auf die Schwankungen der Energiepreise zu reagieren. Die dargestellten 
Werte zeigen zudem, dass die Volatilität der Energiepreise einen maßgeblichen Einfluss auf die 
Höhe der erzielbaren Einsparungen hat. Auffällig am Plot sind zwei Ausreißer, die jeweils aus 
unterschiedlichen Szenarien stammen. Diese Ausreißer sind durch unverhältnismäßig hohe 
Einsparungswerte gekennzeichnet. Sie sind auf Fehler in der Berechnung des 
Optimierungsergebnisses zurückzuführen. Deshalb sind sie aus der Berechnung der 
abgebildeten Trendlinie ausgeschlossen und fließen nicht in weitere Analysen ein. Dennoch 
sind sie der Vollständigkeit halber im Diagramm dargestellt. Die abgebildete Trendlinie zeigt 
das mittlere Einsparungspotenzial aller Szenarien in Abhängigkeit von der Volatilität der 
Energiepreise. Während die Analyse der Ergebnisse jedes einzelnen Szenarios lediglich einen 
Schluss über die Anpassungsfähigkeit des Systems im Kontext der konkreten 
Bauteilzusammenstellung ermöglicht, zeigt deren Durchschnitt klar, dass die relativen 
Einsparungen mit zunehmender Volatilität der zugrundeliegenden Energiepreise ansteigen. 

Abbildung 35: Relative Einsparungen des Optimierungsmodells in Abhängigkeit zur Volatilität der 
Energiepreise für den AP-Prozess, eigene Darstellung 
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Abbildung 36 stellt die relativen Einsparungen der Energiekosten für den RTM-Prozess in 
Abhängigkeit von der Volatilität der Energiepreise dar. Die Ergebnisse verdeutlichen, dass die 
Einsparungen bei niedrigeren Volatilitätsniveaus nicht für alle Szenarien positiv ausfallen. 
Einige Szenarien weisen sogar negative Einsparungsquotienten auf, was auf die 
eingeschränkten Möglichkeiten zur energiepreisoptimalen Verlagerung von Aufträgen 
zurückzuführen ist. Diese begrenzten Gestaltungsspielräume entstehen durch eine Kombination 
aus geringen Schwankungen der Energiepreise und der spezifischen Charakteristik der 
Szenarien. Insbesondere Szenarien, die von einer hohen Anzahl großer und komplexer Bauteile 
mit langen Prozesszeiten geprägt sind, zeigen bei niedrigen Volatilitäten geringere 
Optimierungspotenziale. Der Grund liegt darin, dass diese langen Prozesszeiten schwieriger in 
die wenigen Phasen mit niedrigeren Energiepreisen innerhalb eines Szenarios verlagert werden 
können. Trotz dieser Einschränkungen ist für den Großteil der Szenarien eine positive 
Energiekosteneinsparung durch den Einsatz des MILP-Optimierungsmodells erkennbar. Ab 
einer Volatilität der Energiepreise von etwa 40 €/MWh erzielen alle betrachteten Szenarien 
positive Einsparungen. Die dargestellte Trendlinie unterstreicht diesen Zusammenhang, indem 
sie einen klaren Anstieg der relativen Einsparungen mit zunehmender Volatilität aufzeigt. Diese 
Beobachtung bekräftigt, dass eine größere Differenzierung der Energiepreise im Verlauf der 
betrachteten Zeiträume dem Modell mehr Spielraum zur Verlagerung einzelner Prozessschritte 
bietet. Je stärker die Preise innerhalb eines Monats schwanken, desto effektiver kann die 

Abbildung 36: Relative Einsparungen des Optimierungsmodells in Abhängigkeit zur Volatilität der 
Energiepreise für den AP-Prozess, eigene Darstellung 
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Optimierung auf energiepreisgünstige Zeiträume ausgerichtet werden. Im Vergleich zur 
Auswertung des AP-Prozesses zeigen die Ergebnisse des RTM-Prozesses geringere 
Einsparungen. Diese Unterschiede sind prozessbedingt und ergeben sich aus mehreren 
Faktoren. Der RTM-Prozess ist von Natur aus energieeffizienter als der AP-Prozess, was bereits 
in der Szenarienkonzeption berücksichtigt wurde. Zudem sind die Unterschiede im 
Energiebedarf zwischen den einzelnen Prozessschritten im RTM-Verfahren geringer. Dies 
schränkt die Flexibilität ein, einzelne Prozessschritte gezielt in günstige Zeiträume zu verlagern. 
Daher fallen die Einsparungspotenziale für RTM im Vergleich zu AP moderater aus, auch wenn 
die übergeordnete Tendenz der Abhängigkeit von der Volatilität der Energiepreise erhalten 
bleibt. 
 
Es lässt sich für beide Prozessketten feststellen, dass das MILP-Optimierungsmodell in der 
Lage ist, Einsparungen zu realisieren, die mit der Volatilität der Energiepreise zunehmen. 
Während beim AP-Prozess in allen Szenarien und über alle Volatilitätsniveaus hinweg positive 
Ergebnisse erzielt werden, zeigen die RTM-Szenarien bei geringen Volatilitäten vereinzelt 
negative Einsparungen. In beiden Fällen steigt jedoch das Einsparungspotenzial mit 
zunehmender Volatilität deutlich an, da die Optimierung größere Flexibilität bei der zeitlichen 
Verlagerung der energieintensiven Prozesse nutzen kann. Die geringeren Einsparungen beim 
RTM-Prozess reflektieren die energieeffizientere Ausgestaltung dieses Verfahrens und die 
dadurch begrenzten Potenziale für weitere Optimierungen. Die dargestellten Ergebnisse und 
die Steigung der Trendlinie sind immer in Abhängigkeit von den spezifischen 
Prozessgegebenheiten vor Ort zu betrachten. Die Höhe der erzielbaren Einsparungen wird 
maßgeblich von den individuellen Produktionsbedingungen, wie den Bauteilcharakteristiken, 
den verfügbaren Maschinenkapazitäten und den zugrundeliegenden Energiepreisstrukturen, 
beeinflusst. Die in dieser Arbeit dargestellten Szenarien basieren auf generalisierten 
Ausgangsprozessdaten des Projektpartners und bilden keine absolute, sondern eine abstrahierte 
Grundlage. Die Trendlinie reflektiert lediglich die Zusammenhänge und Potenziale innerhalb 
der hier definierten Szenarien. Ihre Steigung und die Höhe der Einsparungen können nicht ohne 
Weiteres auf andere Produktionssysteme übertragen werden, da sich die konkreten 
Einsparungspotenziale in der Praxis erheblich unterscheiden können. 

8 Ergebnisse und Diskussion 
Nachfolgend erfolgen eine kritische Analyse und Diskussion der im Rahmen dieser Arbeit 
erzielten Ergebnisse. Die theoretischen Grundlagen werden mit den praktischen Erkenntnissen 
der durchgeführten Simulationen zusammengeführt. Außerdem mit dem Kontext der eingangs 
formulierten Forschungsfrage und Hypothese verknüpft. Ziel ist es, den Beitrag zur 
wissenschaftlichen und praktischen Weiterentwicklung energiepreisbewusster 
Produktionsplanung zu verdeutlichen und zugleich die Grenzen der Modelle und Algorithmen 
zu reflektieren. Dabei werden sowohl die spezifischen Einsparungspotenziale für die 
betrachteten Prozessketten als auch die Anwendbarkeit der Optimierungsmodelle im 
industriellen Umfeld beleuchtet. 
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8.1 Evaluierung in Bezug auf Forschungsfrage und -hypothese 

Die Evaluierung der Forschungsfrage und der Hypothese bildet den Kern der 
wissenschaftlichen Analyse dieser Arbeit. Ziel ist es, zu überprüfen, ob die formulierte 
Hypothese durch die Ergebnisse der Simulationen und Berechnungen gestützt wird und ob die 
Forschungsfrage – in welchem Umfang eine energiepreisbewusste PPS Einsparungen 
ermöglicht – zufriedenstellend beantwortet werden kann. Dabei steht insbesondere die Analyse 
der Korrelation zwischen der Volatilität der Energiepreise und den erzielbaren Einsparungen 
im Mittelpunkt. Die Hypothese, dass eine Berücksichtigung der Energiepreisvolatilität in der 
Produktionsplanung zu in der betrieblichen Praxis relevanten Einsparungen bei den 
Energiekosten führt, wird durch die Ergebnisse der simulativen Optimierungsrechnungen 
umfassend bestätigt. Die Ergebnisse zeigen eine deutliche positive Korrelation zwischen der 
Volatilität der Energiepreise und dem Einsparungspotenzial der PPS. Je stärker die 
Energiepreise im betrachteten Zeitraum schwanken, desto größer ist der Spielraum für eine 
energiepreisbewusste Verlagerung energieintensiver Prozesse. Dieser Zusammenhang zeigt 
sich in allen Szenarien und für beide betrachteten CFK-Prozessketten, wobei Unterschiede in 
der Höhe der Einsparungen zwischen den Prozessketten deutlich werden. 
 
Für den AP-Prozess, der aufgrund seiner energieintensiven Natur und der hohen Variabilität 
der Energiebedarfe einzelner Prozessschritte ein besonders hohes Einsparungspotenzial bietet, 
konnten in allen Szenarien und Volatilitätsniveaus positive Einsparungen realisiert werden. Im 
Gegensatz dazu fallen die Einsparungen im RTM-Prozess, der durch eine grundsätzlich höhere 
Energieeffizienz und geringere Variabilität der Energiebedarfe zwischen den Prozessschritten 
gekennzeichnet ist, geringer aus. Dennoch zeigt auch der RTM-Prozess ab einem gewissen 
Volatilitätsniveau einheitlich positive Einsparungen, was die Gültigkeit der Hypothese auch für 
weniger energieintensive und lastbezogen homogenere Prozessketten bestätigt. 
 
Die Hypothese wird zudem in ihrer betriebswirtschaftlichen Dimension bestätigt. Die 
Einsparungen, die in den simulierten Szenarien berechnet wurden, sind nicht nur theoretisch 
signifikant, sondern auch in ihrer Höhe betriebswirtschaftlich relevant. So konnten in den 
optimierten Szenarien Einsparungen im Bereich von annähernd 120 % der Energiekosten erzielt 
werden, was in einem realen CFK-Produktionsumfeld erhebliche Kostensenkungen bedeutet. 
Ein zentraler Aspekt der Hypothese ist die Annahme, dass die Volatilität der Energiepreise 
einen direkten Einfluss auf die Höhe der Einsparungen hat. Diese Annahme wird durch die 
Analyse der Ergebnisse gestützt. Szenarien mit einer geringeren Volatilität bieten nur begrenzte 
Möglichkeiten zur Verlagerung von energieintensiven Prozessen in günstigere Zeiträume, was 
sich in relativ geringen Einsparungen widerspiegelt. Mit zunehmenden Volatilitätswerten zeigt 
sich ein klarer Trend zu steigenden Einsparungen. Die dargestellten Trendlinien verdeutlichen 
diesen Zusammenhang und bestätigen die Hypothese in ihrer Kernaussage. Interessant ist dabei, 
dass die Volatilität nicht nur den Umfang der Einsparungen beeinflusst, sondern auch die 
Komplexität der Steuerung der Produktion. Höhere Volatilitäten ermöglichen zwar größere 
Einsparungen, erfordern jedoch auch eine feinere Abstimmung der Produktionsprozesse, da 
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sich günstige und teure Zeiträume schneller abwechseln. Diese Beobachtung unterstreicht die 
Notwendigkeit einer präzisen und datengetriebenen Optimierungsmethodik, wie sie in dieser 
Arbeit entwickelt wurde. Die Analyse der einzelnen Szenarien liefert weitere wertvolle 
Erkenntnisse. Szenarien mit hohen Volatilitätsniveaus zeigen durchweg positive Einsparungen, 
während Szenarien mit vergleichsweise niedriger Volatilität in Einzelfällen sogar negative 
Einsparungen aufweisen. Dies tritt vor allem dann auf, wenn die spezifische 
Bauteilzusammensetzung eines Szenarios wenig Flexibilität für eine energiepreisbewusste 
Verlagerung bietet. Beispiele hierfür sind Szenarien mit einer hohen Anzahl großer und 
komplexer Bauteile, die lange Prozesszeiten erfordern und somit schwer in günstige Zeitfenster 
verschoben werden können. Ein wichtiger Aspekt der Evaluierung ist die Bestätigung der 
Hypothese im Kontext realistischer Produktionsszenarien. Die Ergebnisse zeigen, dass die 
Einsparungspotenziale auch für mittlere Produktionsszenarien im Bereich der Job-Shop-
/Werkstattfertigung umsetzbar sind. Im Vergleich zu herkömmlichen Planungsansätzen auf 
Grundlage mittel- und langfristig fixer Energiepreise, wie der Orientierung an jährlichen oder 
monatlichen Durchschnittspreisen, bietet die energiepreisbewusste PPS deutliche Vorteile. Die 
Optimierungsmethodik ermöglicht eine präzisere Anpassung an die spezifischen 
Schwankungen der Energiepreise und führt so zu höheren Einsparungen. Die Arbeit leistet 
einen Beitrag zur Erweiterung der PPS-Forschung, indem sie die Energiepreisvolatilität als 
neue Dimension in die Produktionsplanung MILP-Fertigungssteuerung integriert. Die 
entwickelten Modelle und Algorithmen sind nicht nur auf die spezifischen Szenarien dieser 
Untersuchung anwendbar, sondern bieten auch Potenzial für andere industrielle Bereiche mit 
hoher Energieintensität. Dies gilt insbesondere für Branchen wie die chemische Industrie oder 
die Stahlproduktion, die von ähnlichen Herausforderungen in Bezug auf volatile Energiemärkte 
betroffen sind. Die Evaluierung bestätigt die Forschungsfrage und die Hypothese umfassend. 
Sie zeigt, dass die Berücksichtigung der Energiepreisvolatilität in der PPS nicht nur theoretisch 
sinnvoll, sondern auch praktisch umsetzbar ist. Die Ergebnisse liefern klare Hinweise darauf, 
dass die Einsparungspotenziale mit der Volatilität der Energiepreise korrelieren und dass diese 
Korrelation eine zentrale Rolle bei der Gestaltung einer kosteneffizienten und nachhaltigen 
Produktionsplanung spielt. Die Arbeit liefert nicht nur wissenschaftlich fundierte Erkenntnisse, 
sondern auch praktische Empfehlungen für die Industrie. 
 

8.2 Ergebnisse der Arbeit im Kontext des Industriepartners 

Die Ergebnisse dieser Dissertation haben nicht nur wissenschaftliche Relevanz, sondern bieten 
auch einen industriellen Nutzen, insbesondere im Kontext der CFK-Fertigung in der Luft- und 
Raumfahrtindustrie. Die Arbeit adressiert spezifisch die PPS dieser Industrie unter 
Berücksichtigung variabler Energiepreise, ein Themenfeld, das in der energieintensiven 
Herstellung von CFK-Großbauteilen zunehmend an Bedeutung gewinnt. Der Industriepartner 
des Forschungsprojekts, in dessen Rahmen diese Arbeit entsteht, die CTC GmbH, ist als 
Tochterunternehmen des Airbus-Konzerns ein führender Akteur im Bereich moderner 
Faserverbundtechnologie. Durch die Nähe zur Airbus-Produktion und die starke Verankerung 
in der Luftfahrtindustrie ist die CTC GmbH ein idealer Partner für die Bewertung der 
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entwickelten Optimierungsansätze und der Ergebnisse aus industrieller Perspektive. Die im 
Rahmen dieser Arbeit erzielten Ergebnisse verdeutlichen, dass durch die Berücksichtigung der 
Energiepreisvolatilität erhebliche Einsparungen bei den Energiekosten realisiert werden 
können. Für die betrachteten Prozessketten, die autoklavbasierte Prepreg-Technologie (AP) und 
das RTM, wurden die potenziellen Einsparungen detailliert untersucht und analysiert. Die 
Ergebnisse zeigen, dass insbesondere für den AP-Prozess, der durch eine höhere 
Energieintensität gekennzeichnet ist, signifikante Kostensenkungen möglich sind. Für den 
RTM-Prozess, der von Natur aus energieeffizienter ist, werden zwar geringere absolute 
Einsparungen erzielt, trotzdem bleibt die Optimierung wirtschaftlich sinnvoll. Die im 
industriellen Umfeld erhobenen Szenarien und Produktionsdaten, die reale 
Produktionsbedingungen in der Modellfabrik der CTC GmbH abbilden, belegen die 
betriebswirtschaftliche Relevanz der entwickelten Methoden. 
 
Ein zentraler Aspekt der Ergebnisse ist die Anwendbarkeit der entwickelten 
Optimierungsmodelle in der industriellen Praxis. Die Modelle wurden so gestaltet, dass sie 
flexibel an spezifische Produktionsbedingungen des Industriepartners angepasst werden 
können. Hierbei bieten sie eine Möglichkeit zur Integration in bestehende Planungs- und 
Steuerungssysteme, ohne dass tiefgreifende Veränderungen der Infrastruktur notwendig sind. 
Dies wird durch die Verwendung praxisnaher Daten und die Berücksichtigung realer 
Einschränkungen und Produktionskapazitäten gewährleistet. Die Rückmeldung des 
Industriepartners bewertet die Praktikabilität und die Relevanz der Ergebnisse für die Fertigung 
von CFK-Bauteilen positiv. Die durchgeführten Analysen der Szenarien zeigen außerdem, dass 
insbesondere Szenarien mit hoher Energiepreisvolatilität ein deutlich höheres 
Einsparungspotenzial bieten. Ein weiterer wichtiger Punkt ist die langfristige Perspektive, die 
sich aus den Ergebnissen ableiten lässt. Auf Grundlage der entwickelten Modelle können 
konkrete Maßnahmen für eine energieoptimierte Produktionssteuerung im industriellen Umfeld 
umgesetzt werden. Dazu zählen die Anpassung von Produktionszeitplänen an die erwarteten 
Schwankungen der Energiepreise oder die Integration der Optimierungsmodelle in digitale 
Systeme, die im Rahmen des Projekts LaiLa bereits entwickelt wurden. Die Ergebnisse 
verdeutlichen außerdem, dass die Kombination der entwickelten Ansätze mit weiteren 
Optimierungsstrategien, wie der Nutzung von Energiespeichern oder der Integration 
erneuerbarer Energien, zusätzliche Synergien schaffen kann. 
 
Die Rückmeldungen der CTC GmbH bestätigen, dass die im Rahmen der Dissertation 
entwickelten Methoden nicht nur einen Beitrag zur Verbesserung der energiebezogenen 
Kosteneffizienz leisten, sondern auch die Wettbewerbsfähigkeit der CFK-Fertigung im 
internationalen Vergleich stärken können. Ferner eröffnen sie Forschungsperspektiven, die über 
die Luftfahrtindustrie hinausgehen, etwa im Automobil- oder Energiesektor, wo ähnliche 
Anforderungen an die energiepreisbewusste Steuerung von Produktionsprozessen bestehen. Ein 
weiterer Vorteil der entwickelten Optimierungsansätze liegt in ihrer strategischen 
Verwertbarkeit durch das CTC. Neben der Nutzung in der eigenen Fertigung können diese 
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Methoden als Beratungsdienstleistung für externe Kunden angeboten werden. Das CTC hat 
durch seine starke Position als führende Forschungseinrichtung im Bereich der 
Faserverbundtechnologie die Möglichkeit, Unternehmen bei der Konzeption und Optimierung 
von CFK-Prozessen zu unterstützen. Insbesondere Kunden, die energieintensive 
Produktionssysteme betreiben oder planen, können von der Expertise des CTC profitieren. Die 
entwickelten Modelle und die damit verbundenen Erkenntnisse ermöglichen es, 
maßgeschneiderte Lösungen zur Produktionsplanung und -steuerung zu entwickeln, die sowohl 
die spezifischen Anforderungen des Kunden als auch die energiepreisbedingten Schwankungen 
berücksichtigen. Damit eröffnet sich ein weiteres Geschäftsfeld, das die Rolle des CTC als 
Innovationsführer in der CFK-Fertigung stärkt und zusätzliche Wertschöpfungspotenziale 
generiert. 
 

8.3 Aufzeigen der Grenzen der Modelle und Algorithmen 
Die im Rahmen dieser Arbeit entwickelten Optimierungsmodelle und Algorithmen bieten 
vielversprechende Ansätze zur energiepreisbewussten Produktionsplanung. Dennoch ist es 
entscheidend, die methodischen und anwendungsbezogenen Grenzen dieser Modelle kritisch 
zu beleuchten. In diesem Kapitel werden die wesentlichen Einschränkungen und 
Herausforderungen dargestellt, die sowohl aus der methodischen Basis des MILP als auch aus 
den spezifischen Anforderungen und Rahmenbedingungen der betrachteten industriellen 
Anwendungsfälle resultieren. Ziel ist es, die Limitationen klar zu benennen und dadurch 
Ansatzpunkte für weiterführende Forschung sowie mögliche Anpassungen oder Erweiterungen 
der Modelle aufzuzeigen. 
 
Das MILP stellt eine zentrale methodische Grundlage dieser Arbeit dar und bietet eine robuste 
mathematische Basis für die Optimierung komplexer Planungsprobleme. Trotz ihrer 
Vielseitigkeit und Anwendbarkeit auf eine breite Palette von Szenarien weist sie auch klare 
Grenzen auf. Eine der größten methodischen Herausforderungen der MILP liegt in der 
Rechenzeit, insbesondere bei der Lösung großer und hochkomplexer Modelle. Die 
Kombination aus linearen Gleichungen und ganzzahligen Variablen führt zu exponentiell 
steigenden Rechenanforderungen, sobald die Anzahl der Entscheidungsvariablen oder die 
Komplexität der Nebenbedingungen zunimmt. Dies betrifft insbesondere die betrachteten 
Szenarien, bei denen eine Vielzahl von Aufträgen, Prozessen und Zeitperioden gleichzeitig 
optimiert werden müssen. Selbst unter Nutzung leistungsfähiger Cloud-Server mit 
spezialisierter Hardware zeigt sich, dass die Lösung jedes einzelnen Szenarios zeitintensiv ist, 
was die Skalierbarkeit der Methode bei noch größeren Anwendungsfällen begrenzt. Ferner 
bringt die Komplexität der MILP-Modelle auch praktische Einschränkungen mit sich. Die 
Modellierung erfordert eine präzise Abbildung der realen Produktionsprozesse in 
mathematischen Formulierungen, was den Einbezug detaillierter und oft schwer zugänglicher 
Daten erfordert. Fehlen solche Daten, können wichtige Aspekte der Produktionsrealität, wie 
etwa spezifische Restriktionen oder Variabilität, nicht adäquat berücksichtigt werden. Ein 
weiterer Aspekt ist die Annahme linearer Beziehungen innerhalb des Modells. Obwohl MILP 
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als Näherungsverfahren für viele reale Produktionsprobleme geeignet ist, stoßen lineare 
Formulierungen bei hochdynamischen oder nicht linearen Systemen, wie etwa bei nicht 
linearen Energieverbrauchsmustern oder komplexen Wechselwirkungen zwischen Aufträgen, 
an ihre Grenzen. Dies kann zu einer Abweichung zwischen den im Modell berechneten und den 
real erzielbaren Einsparungen führen. 
 
Die im Rahmen dieser Arbeit entwickelten Szenarien dienen dazu, die Einsparungspotenziale 
einer energiepreisbewussten Produktionsplanung unter kontrollierten Bedingungen zu 
analysieren. Dabei wurde eine generalisierte Darstellung der Produktionsumgebung gewählt, 
die auf Annahmen und abstrahierten Daten beruht. Dies ermöglicht eine systematische und 
vergleichbare Analyse der Einflussfaktoren, wie etwa der Energiepreisvolatilität, führt jedoch 
unweigerlich zu einer Diskrepanz zwischen den modellierten Szenarien und den realen 
Bedingungen in der industriellen Praxis. Kern dieser Generalisierung ist die Zusammensetzung 
der betrachteten Szenarien, die auf einer definierten Anzahl von Bauteilen und Bauteiltypen 
basiert. Zwar erlaubt diese Annäherung eine differenzierte Bewertung der Auswirkungen 
unterschiedlicher Produktionsbedingungen, sie spiegelt aber nicht die gesamte Bandbreite an 
Variabilität wider, die in der realen Produktion auftreten. Insbesondere Faktoren wie die 
Vielfalt und Dynamik von Aufträgen, unvorhergesehene Ereignisse in der Fertigung oder 
besondere kundenspezifische Anforderungen bleiben in den betrachteten Modellen 
unberücksichtigt. Weiterhin berücksichtigt die Szenariogestaltung nur begrenzt die Variabilität 
in der Prozessauslastung und den Energieverbrauch, der in realen Produktionssystemen durch 
externe Einflüsse, wie etwa schwankende Marktbedingungen oder Materialverfügbarkeiten, 
bedingt sein können. Diese vereinfachte Darstellung kann dazu führen, dass die Ergebnisse 
nicht uneingeschränkt auf andere Produktionsumgebungen oder stark abweichende Szenarien 
übertragbar sind. Die Generalisierung der Szenarien ist daher einerseits notwendig, um die 
Untersuchung der energiepreisbewussten Produktionsplanung methodisch zu ermöglichen, 
andererseits schränkt sie die Aussagekraft hinsichtlich der unmittelbaren Anwendung auf 
spezifische Produktionsstätten ein. 
 
Neben der Generalisierung der Szenarien ist auch die begrenzte Berücksichtigung weiterer 
betrieblicher Faktoren ein Aspekt, der die Anwendbarkeit der Modelle einschränken kann. 
Kapazitätsgrenzen, Personalverfügbarkeit und andere operative Rahmenbedingungen stellen in 
realen Produktionssystemen wesentliche Einflussgrößen dar, die die Planbarkeit und Steuerung 
von Produktionsprozessen erheblich beeinflussen. Die in dieser Arbeit betrachteten 
Optimierungsmodelle setzen voraus, dass Maschinen und Anlagen uneingeschränkt verfügbar 
sind und keine unvorhergesehenen Ausfälle oder Engpässe auftreten. In der Praxis ist dies selten 
der Fall. Maschinenwartungen und Störungen können zu erheblichen Abweichungen zwischen 
den theoretisch berechneten und den real umsetzbaren Produktionsplänen führen. Ein weiteres 
nicht ausreichend abgebildetes Element ist die Verfügbarkeit von Personalressourcen. Während 
die Modelle den Energieverbrauch und die Prozesszeiten als zentrale Variablen einbeziehen, 
bleiben personelle Aspekte, wie Schichtpläne, Qualifikationen und die Erholungskapazitäten 
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der Mitarbeiter, außen vor. Diese Faktoren haben nicht nur Auswirkungen auf die 
Produktionskapazität, sondern auch auf die tatsächlichen Kosten und die Flexibilität der 
Produktionsplanung. Die in dieser Arbeit entwickelten Modelle und Untersuchungen sind 
explizit auf die Optimierung der Energiekosten ausgerichtet und haben nicht den Anspruch, 
eine umfassende Gesamtkostenbetrachtung zu liefern. Faktoren wie Personalverfügbarkeit, 
Lohnkosten oder andere operative Einschränkungen wurden bewusst ausgeklammert, um den 
Fokus auf die Auswirkungen variabler Energiepreise und die daraus resultierenden 
Einsparungspotenziale zu legen. Diese Eingrenzung ermöglicht es, die spezifischen Effekte der 
Energiepreisvolatilität auf die Produktionsplanung isoliert zu untersuchen und eine klare 
Grundlage für zukünftige Arbeiten zu schaffen. Weiterhin können externe Einflüsse wie 
Lieferkettenstörungen, Materialengpässe oder Änderungen der Produktionsprioritäten die 
praktische Umsetzung der optimierten Pläne erschweren. Solche betrieblichen Realitäten sind 
schwer vollständig zu modellieren und stellen eine Herausforderung dar, wenn es darum geht, 
die Optimierungsmodelle nahtlos in den realen Produktionsalltag zu integrieren. Die 
entwickelten Optimierungsmodelle sind auf spezifische industrielle Szenarien der CFK-
Fertigung ausgerichtet, insbesondere im Kontext der Luft- und Raumfahrtindustrie. Ihre 
Anwendung auf stark abweichende Produktionssysteme, wie etwa kontinuierliche 
Fertigungsprozesse oder vollständig automatisierte Anlagen, erfordert eine signifikante 
Anpassung der zugrunde liegenden Modellstruktur. Unterschiede in Produktionslayouts, 
Materialflüssen oder den Prioritäten anderer Branchen können dazu führen, dass die Modelle 
in ihrer ursprünglichen Form nicht unmittelbar übertragbar sind. Hier zeigt sich eine praktische 
Grenze: Um die Modelle für andere industrielle Kontexte nutzbar zu machen, bedarf es einer 
flexiblen Anpassung an die jeweiligen Rahmenbedingungen, was mit zusätzlichem 
Entwicklungsaufwand verbunden ist. 
 
Obwohl die Modelle eine robuste Grundlage für die Berücksichtigung der 
Energiepreisvolatilität bieten, stoßen sie an ihre Grenzen, wenn es um unvorhersehbare und 
kurzfristige Veränderungen der Marktpreise geht. Die zugrunde liegenden 
Optimierungsansätze basieren auf historischen und prognostizierten Daten, die eine gewisse 
Stabilität voraussetzen. Plötzliche Preisänderungen, verursacht durch geopolitische Ereignisse, 
unvorhersehbare Nachfrageschwankungen oder Marktinterventionen, können die Grundlage 
der Optimierung untergraben. Dies schränkt die Fähigkeit der Modelle ein, in hochdynamischen 
Energiemärkten optimale Ergebnisse zu liefern. Eine mögliche Lösung könnte in der 
Integration adaptiver oder Echtzeit-Algorithmen liegen, die nicht Gegenstand dieser Arbeit ist. 
Die Genauigkeit und Verlässlichkeit aller für die Modellrechnungen verwendeten Inputgrößen 
sind entscheidend für die Qualität und Aussagekraft der Optimierungsergebnisse. Neben den 
prognostizierten Energiepreisdaten, die naturgemäß Unsicherheiten aufweisen, beeinflussen 
weitere Modellparameter, wie Prozessdauern, Bauteilzusammensetzungen oder 
Kapazitätsgrenzen, die Ergebnisse erheblich. Abweichungen zwischen den angenommenen und 
tatsächlichen Werten können dazu führen, dass die optimierten Produktionspläne in der Praxis 
nicht die gewünschten Einsparungspotenziale realisieren. Ein Beispiel ist die Annahme fixer 
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Prozessdauern und Bauteiltypen in den betrachteten Szenarien, die zwar eine systematische 
Analyse ermöglichen, jedoch die reale Variabilität der Produktionsbedingungen nur 
eingeschränkt abbilden. In einer dynamischen Fertigungsumgebung können unvorhergesehene 
Änderungen, etwa durch Nachfrageschwankungen, Maschinenstörungen oder personalbedingte 
Einschränkungen, zu Abweichungen führen, die in den Modellen nicht berücksichtigt sind. 
Diese Vereinfachungen schränken die Übertragbarkeit der Ergebnisse auf komplexe 
industrielle Szenarien ein. Zudem ist der Einfluss der Genauigkeit der Energiepreisvorhersagen 
besonders kritisch, da Schwankungen auf den Energiemärkten, insbesondere kurzfristige 
Marktänderungen, zu einer Diskrepanz zwischen den geplanten und den tatsächlichen 
Produktionskosten führen können. Diese Unsicherheiten zeigen, dass für eine praktische 
Implementierung eine robuste Datenbasis und adaptive Modelle erforderlich sind, die in der 
Lage sind, mit solcher Variabilität umzugehen. Die praktische Umsetzung der entwickelten 
Optimierungsmodelle in bestehende Produktionsplanungs- und Steuerungssysteme stellt eine 
weitere Hürde dar. Viele Unternehmen nutzen komplexe, historisch gewachsene PPS-
Infrastrukturen, die nur bedingt für die Einbindung zusätzlicher Energiepreisparameter 
ausgelegt sind. Die Integration der entwickelten Ansätze erfordert daher nicht nur 
technologische Anpassungen, sondern auch organisatorische Veränderungen, beispielsweise in 
der Art und Weise, wie Produktionsprozesse gesteuert und überwacht werden. Zudem könnten 
Kosten und Zeitaufwand für die Implementierung der Modelle Unternehmen vor praktische 
Herausforderungen stellen, insbesondere, wenn keine ausreichende IT-Infrastruktur oder 
entsprechende Fachkompetenz vorhanden ist. Die entwickelten Optimierungsmodelle und die 
erzielten Ergebnisse stellen eine vielversprechende Grundlage für die energiepreisbewusste 
Produktionsplanung dar. Trotz der identifizierten methodischen, praktischen und 
datenbezogenen Grenzen zeigen die Modelle, dass eine signifikante Reduzierung der 
Energiekosten durch die Berücksichtigung der Energiepreisvolatilität möglich ist. Gleichzeitig 
verdeutlichen die aufgezeigten Limitationen den Bedarf an weiterführender Forschung, 
insbesondere zur Integration zusätzlicher betrieblicher Faktoren und zur Anpassung der 
Modelle an dynamischere Marktbedingungen und spezifische industrielle Szenarien. 
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9 Schlussfolgerungen und Ausblick 

9.1 Handlungsbedarf der Industrie 

Die vorliegende Arbeit widmet sich der energiepreisbewussten PPS im spezifischen 
industriellen Kontext der Fertigung von CFK-Großbauteilen für die Luft- und 
Raumfahrtindustrie. Diese Branche zeichnet sich durch besonders hohe Anforderungen an die 
Materialqualität, die Prozessstabilität und die Effizienz der Produktionsprozesse aus. 
Gleichzeitig sind die Herstellungsverfahren für CFK-Bauteile, wie die AP-Prozesse und das 
RTM), energieintensiv. Dies macht eine Optimierung der Energienutzung nicht nur aus 
wirtschaftlicher, sondern auch aus ökologischer Sicht zu einem zentralen Ziel. Die steigende 
Bedeutung von Nachhaltigkeit und Treibhausgasreduktion sowie der Druck, im globalen 
Wettbewerb kosteneffizient zu bleiben, verstärken die Notwendigkeit einer intelligenten 
Produktionsplanung, die Energiepreise als dynamischen Faktor berücksichtigt. Im Folgenden 
werden die wesentlichen Handlungsfelder dargelegt, die sich aus den Ergebnissen dieser Arbeit 
für die Industrie ableiten. 
 
Der zentrale Handlungsbedarf besteht in der systematischen Berücksichtigung der 
Energiepreisvolatilität in der Produktionsplanung. Die in dieser Arbeit entwickelten 
Optimierungsmodelle zeigen, dass die Einsparungspotenziale durch eine gezielte Verlagerung 
von energieintensiven Prozessschritten in Phasen niedriger Energiepreise erheblich sind. Um 
diese Potenziale zu heben, müssen Unternehmen ihre bestehenden PPS-Systeme erweitern. 
Dabei sollten die Energiepreise nicht nur als statischer Kostenfaktor, sondern als dynamische 
Größe behandelt werden, die aktiv in die Produktionssteuerung einfließt. Dies erfordert 
einerseits technologische Anpassungen, etwa die Implementierung von Modulen zur 
Verarbeitung von Energiedaten, und andererseits die Schulung von Mitarbeitenden, um die 
neuen Planungsmethoden effektiv nutzen zu können. Für die praktische Umsetzung 
energiepreisbewusster PPS-Ansätze bedarf es einer leistungsfähigen digitalen Infrastruktur. 
Echtzeit-Daten zur Energiepreisentwicklung müssen erfasst, verarbeitet und in die Planung 
integriert werden. Dies erfordert den Aufbau oder die Erweiterung bestehender IT-Systeme, die 
eine schnelle und zuverlässige Verarbeitung großer Datenmengen gewährleisten können. 
Insbesondere in der CFK-Fertigung, wo viele Prozesse eng miteinander verknüpft sind, ist die 
Entwicklung von Systemen zur Echtzeit-Optimierung der Produktionsplanung entscheidend. 
Die Integration der entwickelten Optimierungsmodelle in bestehende PPS-Infrastrukturen stellt 
eine besondere Herausforderung dar. Viele Unternehmen arbeiten mit historisch gewachsenen 
Systemen, die für diese Form der dynamischen Steuerung bislang nicht ausgelegt sind. Die 
entwickelten Modelle basieren auf generalisierten Szenarien und Annahmen. Für eine 
erfolgreiche industrielle Anwendung müssen sie an die spezifischen Gegebenheiten vor Ort 
angepasst werden. So unterscheiden sich Produktionsumgebungen nicht nur hinsichtlich der 
Anlagenkonfiguration und der Prozessparameter, sondern auch in der Flexibilität, 
Produktionsschritte zu verschieben. Die Berücksichtigung dieser individuellen Faktoren ist 
notwendig, um die Optimierungsergebnisse realistisch in die Praxis zu übertragen. Dies gilt 
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speziell für abweichende Branchen mit stark veränderten Produktionslayouts oder 
Materialflüssen, in denen die Modelle in ihrer ursprünglichen Form nicht unmittelbar einsetzbar 
sind. Die Ergebnisse der Arbeit machen deutlich, dass die Volatilität der Energiepreise eine 
zentrale Rolle für die Einsparungspotenziale spielt. Unternehmen müssen daher langfristige 
Strategien entwickeln, um mit unvorhersehbaren Preisschwankungen umzugehen. Dies könnte 
durch den Einsatz von Energiespeichern, die Flexibilisierung des Energiebezugs oder die 
Nutzung regenerativer Energiequellen erreicht werden. Solche Maßnahmen tragen nicht nur zur 
Stabilisierung der Produktionskosten bei, sondern auch zur Reduktion von 
Treibhausgasemissionen. Ein weiterer Handlungsbedarf liegt im Bereich des Wissenstransfers. 
Unternehmen wie das Composite Technology Center (CTC) in Stade, das als Projektpartner 
dieser Arbeit fungierte, können die entwickelten Methoden nicht nur zur Optimierung der 
eigenen Produktion nutzen, sondern auch als Beratungsdienstleistung für externe Kunden 
anbieten. Die spezifischen Kenntnisse über energiepreisbewusste PPS und deren Anwendung 
in der CFK-Fertigung sind ein wertvolles Alleinstellungsmerkmal, das auch für andere 
Branchen, wie die Automobil- oder Energiewirtschaft, von Interesse sein könnte. Letztendlich 
zeigt die Arbeit, dass die entwickelten Modelle ein großes Potenzial besitzen, aber noch weiter 
optimiert werden können. Forschungsfelder wie die Integration zusätzlicher Kostenfaktoren 
oder die Erweiterung der Modelle auf nicht lineare Beziehungen bieten sich für zukünftige 
Untersuchungen an. Gleichzeitig sollten die Erkenntnisse dieser Arbeit in weiteren 
Pilotprojekten validiert und auf andere industrielle Anwendungsfälle angewendet werden, um 
ihre Generalisierbarkeit und Übertragbarkeit zu erhöhen. 
 

9.2 Handlungsbedarf der Wissenschaft 

Die entwickelten Optimierungsmodelle dieser Arbeit stellen einen wichtigen Schritt in der 
energiepreisbewussten Produktionsplanung dar, doch ihre Weiterentwicklung bietet Potenzial 
für die Forschung. Insbesondere die Erweiterung der Modelle durch hybride Ansätze könnte 
eine umfassendere Optimierung ermöglichen, indem sie neben Energiekosten auch weitere 
betriebliche Variablen wie Personalverfügbarkeit, Maschinenkapazitäten und Materialkosten 
einbeziehen. Solche Modelle könnten realitätsnäher abbilden, wie Entscheidungen in der 
Produktion getroffen werden, indem sie die komplexen Wechselwirkungen zwischen 
verschiedenen betrieblichen Einflussfaktoren berücksichtigen. Ein Beispiel wäre die 
Betrachtung von Schichtplänen und Maschinenwartungszyklen in Verbindung mit 
Energiepreisschwankungen, um eine ganzheitliche Produktionsplanung zu ermöglichen. 
Hierbei zeigt sich eine zentrale Herausforderung auch der bestehenden Modelle: Die Integration 
zusätzlicher Variablen erhöht die Komplexität und stellt höhere Anforderungen an die 
Rechenleistung sowie die Datenverfügbarkeit. Hybride Modelle können als Erweiterung der in 
dieser Arbeit entwickelten MILP-Ansätze eine Grundlage für weitere Forschungsarbeiten 
bilden und eine Brücke zwischen theoretischer Modellierung und praktischer Anwendbarkeit 
schlagen. Die Szenarien dieser Arbeit wiederum bieten eine abstrahierte, systematische 
Grundlage, um die Einsparungspotenziale der energiepreisbewussten Produktionsplanung zu 
bewerten. Sie basieren auf den spezifischen Gegebenheiten der CFK-Fertigung in der Luft- und 
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Raumfahrtindustrie, wobei eine generalisierte Form gewählt wurde, die die Analyse und 
Vergleichbarkeit erleichtert. Dennoch bleibt der Bedarf nach einer stärkeren Einbindung noch 
praxisnäherer Daten bestehen. Künftige Forschungsarbeiten könnten sich darauf konzentrieren, 
echte Produktionsdaten zu verwenden, die zusätzlich dynamische und unerwartete Ereignisse 
besser abbilden. Hierzu zählen etwa Maschinenausfälle, Materialverzögerungen oder 
Änderungen in der Auftragspriorität. Solche Szenarien könnten nicht nur die Aussagekraft der 
Modelle erhöhen, sondern auch die Übertragbarkeit der Ergebnisse auf andere 
Produktionssysteme verbessern. Dabei sollte ein Gleichgewicht zwischen Detailgrad und 
Modellkomplexität gewahrt bleiben, um die Berechenbarkeit und Handhabbarkeit der Modelle 
sicherzustellen. Diese Herausforderungen zeigen Parallelen zur Erweiterung der 
Optimierungsmodelle durch hybride Ansätze, da auch hier die Integration zusätzlicher 
Variablen eine stärkere Annäherung an die reale Produktionswelt ermöglicht, was mit 
steigender Komplexität einhergeht. 
 
Der Fokus dieser Arbeit auf variable Energiekosten zeigt die Auswirkungen der 
Energiepreisvolatilität auf die Produktionsplanung deutlich. Zukünftige Forschungsarbeiten 
könnten diese Grundlage erweitern, indem sie eine ganzheitliche Kostenbetrachtung anstreben, 
die auch Personal-, Material- und Wartungskosten umfasst. Eine solche Betrachtung würde 
nicht nur die betriebswirtschaftliche Aussagekraft der Ergebnisse erhöhen, sondern auch 
praxisnähere Handlungsempfehlungen für Unternehmen ermöglichen. Beispielsweise könnte 
untersucht werden, wie sich Schwankungen in den Lohnkosten oder Materialpreisen in 
Kombination mit Energiepreisschwankungen auf die Produktionsplanung auswirken. Die 
Entwicklung solcher Modelle würde eine noch engere Zusammenarbeit mit Industriepartnern 
erfordern, um die notwendigen Daten bereitzustellen. Diese Verbindung zwischen einer 
ganzheitlichen Kostenbetrachtung und der Entwicklung realistischer Szenarien zeigt, dass 
beide Ansätze nicht isoliert voneinander betrachtet werden können, sondern in zukünftigen 
Forschungsarbeiten Hand in Hand gehen müssen. 
 
Ein weiteres verwandtes Forschungsfeld ist die Verbesserung der Algorithmen, um die 
steigende Komplexität der Modelle bewältigen zu können. Wie die Ergebnisse dieser Arbeit 
zeigen, ist die Lösung großer MILP-Modelle zeitintensiv und ressourcenaufwändig, selbst bei 
Nutzung moderner Cloud-Infrastrukturen und kommerzieller Solver-Software. Die 
Entwicklung effizienterer und problemspezifischer Algorithmen könnte die Berechnungszeit 
möglicherweise reduzieren und die Modelle damit für den praktischen Einsatz in größeren 
Produktionsumgebungen zugänglicher machen. Parallel dazu könnten adaptive Algorithmen 
erforscht werden, die in der Lage sind, in Echtzeit auf kurzfristige Änderungen der 
Energiepreise oder anderer Einflussfaktoren zu reagieren. Solche Algorithmen würden nicht 
nur die Flexibilität der Modelle erhöhen, sondern auch ihre Anwendbarkeit auf hochvolatile 
Märkte erweitern. Diese Ansätze stehen in enger Verbindung mit der Verbesserung der 
Szenarien und der ganzheitlichen Kostenbetrachtung, da effizientere Algorithmen die 
Grundlage dafür schaffen, dass komplexere Modelle mit einer größeren Anzahl an Variablen 
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in akzeptabler Zeit gelöst werden können. Die bereits erreichte Praxisnähe der 
Optimierungsmodelle zeigt sich in dieser Arbeit besonders durch die Zusammenarbeit mit der 
CTC GmbH und die Nutzung der Modellfabrik im Rahmen des LaiLa-Projekts. Künftige 
Forschungsarbeiten könnten diese praxisorientierte Validierung ausweiten, indem die Modelle 
in anderen industriellen Kontexten getestet werden. Eine wichtige Frage wäre dabei, wie sich 
die Modelle an die spezifischen Bedingungen anderer Branchen anpassen lassen, etwa in der 
Automobilindustrie oder der Metallverarbeitung. Die Rückmeldungen aus der Praxis könnten 
genutzt werden, um die Modelle weiter zu verfeinern und ihre Übertragbarkeit zu erhöhen. 
Gleichzeitig wäre es denkbar, dass die Szenarien um branchenspezifische Variablen erweitert 
werden, um die Modelle besser an die jeweiligen Produktionsumgebungen anzupassen. 
 
Langfristig bietet die Integration regenerativer Energiequellen und Speicherlösungen in die 
Modelle ein großes Potenzial. Dies würde nicht nur die Abhängigkeit von schwankenden 
Energiepreisen reduzieren, sondern auch einen Beitrag zur Dekarbonisierung der Fertigung 
leisten. Insbesondere im Luft- und Raumfahrtsektor könnten solche Ansätze die Nachhaltigkeit 
deutlich erhöhen. Die Modelle dieser Arbeit könnten durch die Berücksichtigung von 
Eigenstromproduktion und Batteriespeichern erweitert werden, um flexiblere und 
umweltfreundlichere Produktionsplanung zu ermöglichen. Diese langfristige Perspektive zeigt 
Parallelen zur Entwicklung hybrider Modelle und zur praxisorientierten Validierung, da alle 
Ansätze darauf abzielen, die Modelle an zukünftige Anforderungen anzupassen und ihre 
Relevanz für unterschiedliche Produktionssysteme zu erhöhen. In diesem Kontext wäre auch 
eine Untersuchung von zusätzlichem Investitionsbedarf im Rahmen einer wirtschaftlichen 
Gesamtbetrachtung eines Fertigungskontextes relevant. Weiterer Forschungsbedarf liegt in der 
Verbesserung der Datenqualität und -robustheit. Die Genauigkeit der Eingangsdaten, speziell 
der Energiepreisprognosen, beeinflusst maßgeblich die Aussagekraft der 
Optimierungsergebnisse. 
 
Künftige Forschungsarbeiten könnten sich darauf konzentrieren, robuste Verfahren zur 
Datenvorhersage und -integration zu entwickeln. Dies gilt nicht nur für Energiepreisdaten, 
sondern auch für andere Parameter wie Prozesszeiten, Materialverfügbarkeit und 
Personalressourcen. Verbesserungen in diesem Bereich würden nicht nur die Ergebnisse der 
Modelle stabilisieren, sondern auch ihre Anwendbarkeit in dynamischen 
Produktionsumgebungen erhöhen. Dieser Forschungsbedarf steht in enger Verbindung mit der 
Entwicklung realistischer Szenarien und der ganzheitlichen Kostenbetrachtung, da eine höhere 
Datenqualität die Grundlage für präzisere Modelle und fundiertere Entscheidungen bildet. 
Letztlich ist auch die Übertragbarkeit der Ergebnisse auf andere Branchen ein weiteres 
Forschungsfeld, dessen Bearbeitung aussteht. Während sich diese Arbeit auf die CFK-
Fertigung in der Luft- und Raumfahrtindustrie konzentriert, können die entwickelten Modelle 
möglicherweise auch in anderen energieintensiven Branchen Anwendung finden. Die 
Automobilindustrie, die chemische Industrie oder die Metallverarbeitung stellen 
Produktionssysteme mit ähnlichen Anforderungen an die Optimierung dar. Die Anpassung der 
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Modelle an kontinuierliche Produktionsprozesse oder vollständig automatisierte Anlagen 
könnte neue Herausforderungen und Potenziale aufzeigen. Dieser Forschungsbedarf steht in 
enger Verbindung mit der praxisorientierten Validierung und der Entwicklung hybrider 
Modelle, da die Übertragbarkeit der Modelle auf andere Branchen nur durch praxisnahe Tests 
und die Integration spezifischer Variablen gewährleistet werden kann. 
 
Wichtigster Aspekt der in dieser Arbeit aufgezeigten Forschungsbedarfe liegt in der weiteren 
Integration dynamischer externer Faktoren in die PPS. Während die hier entwickelten 
Optimierungsmodelle bereits wichtige Schritte in Richtung einer flexiblen, 
energiepreisbewussten PPS zur Erweiterung traditioneller Produktion darstellen, geht der 
konzeptionelle Gedanke weit über die reine Planungsebene hinaus: Er könnte langfristig in 
einer neuen Form der Produktionsorganisation münden. Die sogenannte ON/OFF-Fabrik 
verkörpert ein zukunftsweisendes Konzept, bei dem die Produktionsaktivitäten in Abhängigkeit 
von Energiepreisen oder der Verfügbarkeit erneuerbarer Energien dynamisch ein- und 
ausgeschaltet werden können. Dieses Prinzip verbindet Energieeffizienz, Wirtschaftlichkeit 
und Nachhaltigkeit auf innovative Weise und bietet einen vielversprechenden Ansatz, um den 
steigenden Anforderungen energieintensiver Branchen wie der CFK-Fertigung in der Luft- und 
Raumfahrt gerecht zu werden. Die ON/OFF-Fabrik ist ein Konzept, das die Produktion flexibel 
an äußere Bedingungen wie Energiepreise oder die Verfügbarkeit erneuerbarer Energiequellen 
anpasst. Im Gegensatz zu klassischen Fabriken, die in der Regel auf eine konstante Auslastung 
und durchgängige Betriebszeiten ausgelegt sind, zeichnet sich die ON/OFF-Fabrik durch ihre 
Fähigkeit aus, Betriebsmodi situativ zu ändern. Die Produktion wird in Phasen mit niedrigen 
Energiepreisen oder hoher Verfügbarkeit günstiger regenerativer Energie hochgefahren („ON“) 
und in Phasen ungünstiger Energiebedingungen reduziert oder vollständig ausgeschaltet 
(„OFF“ Dieses dynamische Schalten der Produktion eröffnet neue Potenziale für die 
Kostensenkung und Nachhaltigkeit in energieintensiven Branchen wie der CFK-Fertigung. 
 
Der Begriff „ON/OFF-Fabrik“ resultiert aus der zentralen Idee, den Fabrikbetrieb situativ zu 
schalten. „ON“ steht für die Aktivierung der Produktion in Phasen günstiger Energiepreise, 
während „OFF“ nicht zwangsläufig eine vollständige Abschaltung bedeutet. Dieses 
Betriebsprinzip spiegelt die grundlegende Flexibilität und Effizienz des Konzepts wider. Es 
zeigt, wie sich die Produktionsplanung an die volatilen Bedingungen moderner Energiemärkte 
anpassen kann, um Kosten zu senken und Nachhaltigkeitsziele zu erreichen. Gleichzeitig bringt 
die Umsetzung der ON/OFF-Fabrik auch neue produktionsplanerische Herausforderungen mit 
sich. So erfordert die flexible Steuerung der Produktion eine noch präzisere und dynamischere 
Planung, die in der Lage ist, kurzfristige Anpassungen vorzunehmen. Faktoren wie 
Materialverfügbarkeit, Kapazitätsauslastung und Personalplanung müssen in Echtzeit 
berücksichtigt werden, um eine reibungslose Umstellung zwischen „ON“- und „OFF“-Phasen 
zu gewährleisten. Besonders die Integration in bestehende Produktionssysteme könnte dabei 
auf Widerstände stoßen, da viele Unternehmen auf etablierte, weniger flexible PPS-Systeme 
angewiesen sind. Zudem sind robuste Vorhersagemodelle für Energiepreise und eine 
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zuverlässige Dateninfrastruktur essenziell, um eine effektive Planung zu ermöglichen. Diese 
zusätzlichen Anforderungen unterstreichen, dass die ON/OFF-Fabrik nicht nur technologische, 
sondern auch organisatorische Innovationen voraussetzt, um ihr volles Potenzial zu entfalten. 
Ein Merkmal der ON/OFF-Fabrik ist ihre ebenfalls energiepreisabhängige 
Produktionssteuerung. Im Gegensatz zu klassischen Fabriken, die in aller Regel eine möglichst 
gleichmäßige Produktion anstreben, verlagert die ON/OFF-Fabrik ihre Produktionszeiten 
gezielt, um Energiekosten zu minimieren. Diese Flexibilität wird durch eine direkte Koppelung 
des Betriebs an die Energiepreise ermöglicht. Starke Preisschwankungen eröffnen dabei 
größere Einsparungspotenziale, da Produktionsaktivitäten in Phasen niedriger Preise 
konzentriert werden können. Dies stellt einen paradigmatischen Wandel in der 
Produktionssteuerung dar, der nicht nur auf Effizienz, sondern auch auf Nachhaltigkeit abzielt. 
Ferner kann die ON/OFF-Fabrik erneuerbare Energiequellen wie Solar- oder Windenergie in 
ihre Produktionsprozesse integrieren. Produktionsspitzen werden dann bewusst in Zeiten hoher 
Energieverfügbarkeit gelegt, während bei geringem Energieangebot der Betrieb eingestellt 
wird. 
 
Im Vergleich dazu arbeiten klassische Fabriken häufig unabhängig von der Verfügbarkeit 
erneuerbarer Energiequellen und verlassen sich stattdessen auf konventionelle Energieträger. 
Die Integration erneuerbarer Energien stellt nicht nur einen ökonomischen Vorteil dar, sondern 
trägt auch zu einer deutlichen Reduktion der CO₂-Emissionen bei. Ein weiteres 
Unterscheidungsmerkmal der ON/OFF-Fabrik ist die Flexibilisierung der Produktionsprozesse. 
Prozessschritte werden gezielt zeitlich verschoben, um von Phasen niedriger Energiepreise zu 
profitieren. Diese Flexibilität erfordert jedoch eine Produktionsplanung, die Echtzeitdaten über 
Energiepreise, Prozessauslastung und Auftragsprioritäten nutzt. Klassische Fabriken arbeiten 
hingegen häufig mit starren Produktionsplänen, die wenig Raum für kurzfristige Anpassungen 
lassen. Die Fähigkeit zur dynamischen Steuerung stellt einen erheblichen Wettbewerbsvorteil 
dar, erfordert jedoch eine umfangreiche organisatorische und technologische Infrastruktur. 
Diese Infrastruktur ist ein weiteres Kernelement der ON/OFF-Fabrik. Systeme zur 
Produktionssteuerung, Echtzeit-Datenplattformen und adaptive Algorithmen sind notwendig, 
um eine dynamische vollständige Anpassung an die externen Bedingungen zu ermöglichen. 
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Anhang 
Anhang 1 - Python Code für die Berechnung der Volatilität von Strompreisen 

import pandas as pd 

import numpy as np 

import matplotlib.pyplot as plt 

import matplotlib.dates as mdates 

from sklearn.linear_model import LinearRegression 

from scipy.optimize import curve_fit 

 

# Lese die CSV-Datei in einen DataFrame ein 

df = pd.read_csv('Gro_handelspreise_201501010000_202409010000_Stunde.csv', 
sep=';', engine='python') 

# Setze die erste Spalte als Zeilenindex 

df.set_index('Datum von', inplace=True) 

# Entferne die zweite Spalte 

df.drop(columns=['Datum bis'], inplace=True) 

# Benenne den Index von 'Datum von' in 'Datum' um 

df.index.name = 'Datum' 

# Konvertiere den Index in das Datetime-Format 

df.index = pd.to_datetime(df.index, dayfirst=True, format='%d.%m.%Y %H:%M') 

# Entferne " Originalauflösungen" aus allen Spaltennamen 

df.columns = df.columns.str.replace(" Originalauflösungen", "", 
regex=False) 

# Ersetze Kommas durch Punkte in allen Spalten 

df = df.replace({',': '.'}, regex=True) 

# Ersetze alle Vorkommen von "-" durch NaN 

df.replace("-", np.nan, inplace=True) 

# Alle Spalten in numerische Werte umwandeln, falls möglich (wichtig für 
die Berechnung der Volatilität) 

df = df.apply(pd.to_numeric, errors='coerce') 

# Datenrahmen erstellen, der nur die Spalte „Deutschland/Luxemburg [€/MWh]“ 
enthält. 

de_lux_column = df["Deutschland/Luxemburg [€/MWh]"] 

# Berechne die Gesamtvolatilität (Standardabweichung) pro Spalte 

volatility = de_lux_column.std() 

# Zeige die Volatilität pro Spalte an 

print(volatility) 

# Zeige das erste Datum und den zugehörigen Wert 

first_date = de_lux_column.index.min() 

first_value = de_lux_column.loc[first_date] 

# Zeige das letzte Datum und den zugehörigen Wert 

last_date = de_lux_column.index.max() 
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last_value = de_lux_column.loc[last_date] 

print(f"Erstes Datum: {first_date}") 

print(f"Wert am ersten Datum: {first_value}") 

print(f"Letztes Datum: {last_date}") 

print(f"Wert am letzten Datum: {last_value}") 

# Filtere die Daten, um nur die Zeilen ohne NaN-Werte zu erhalten 

non_nan_data = de_lux_column.dropna() 

# Bestimme das erste Datum in diesem gefilterten DataFrame 

first_non_nan_date = non_nan_data.index.min() 

# Hole den Wert am ersten Datum 

first_non_nan_value = non_nan_data.loc[first_non_nan_date] 

print(f"Erstes Datum mit einem nicht-NaN-Wert: {first_non_nan_date}") 

print(f"Wert am ersten Datum mit einem nicht-NaN-Wert: 
{first_non_nan_value}") 

# Berechne den Prozentsatz der fehlenden Werte in jeder Spalte 

missing_percentage = de_lux_column.isnull().mean() * 100 

# Zeige den Prozentsatz der fehlenden Werte im Datensatz für 
"de_lux_column" an 

print(missing_percentage) 

# Die Daten auf täglicher Basis neu sampeln und die Standardabweichung für 
jeden Tag berechnen 

daily_volatility = de_lux_column.resample('D').std() 

# Entferne Zeilen mit NaN-Werten in den täglichen Volatilitätsdaten 

daily_volatility_nan_dropped = daily_volatility.dropna() 

# Konvertiere das Datetime-Index in ordinale Zahlen (erforderlich für die 
Regression) 

X = 
daily_volatility_nan_dropped.index.map(mdates.date2num).values.reshape(-1, 
1) 

# Formatiere die Volatilitätswerte für das Regressionsmodell um 

y = daily_volatility_nan_dropped.values.reshape(-1, 1) 

# Fitte das lineare Regressionsmodell 

model = LinearRegression() 

model.fit(X, y) 

# Vorhersage der Werte zur Ermittlung der Trendlinie 

trend = model.predict(X) 

# Plotte die tägliche Volatilität als Balkendiagramm 

# Setze die Breite des Diagramms auf 16 cm (1 Zoll = 2.54 cm) 

plt.figure(figsize=(16 / 2.54, 10 / 2.54)) 

plt.bar(daily_volatility_nan_dropped.index, daily_volatility_nan_dropped, 
color='grey', width=1, label='Tägliche Volatilität') 

# Plotte die lineare Trendlinie 

plt.plot(daily_volatility_nan_dropped.index, trend, color='black', 
linestyle='--', linewidth=1, label='Linearer Trend') 
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# Füge Titel und Beschriftungen hinzu 

# plt.title('Tägliche Preisvolatilität für Deutschland in [€/MWh]', 
fontsize=16, fontname='Times New Roman') 

# plt.xlabel('Jahr', fontsize=16, fontname='Times New Roman') 

plt.ylabel('Volatilität (Standardabweichung)', fontsize=16, fontname='Times 
New Roman') 

# Setze Haupt-Ticks, um nur das Jahr anzuzeigen 

plt.gca().xaxis.set_major_locator(mdates.YearLocator()) 

plt.gca().xaxis.set_major_formatter(mdates.DateFormatter('%Y')) 

# Drehe die x-Achsen-Beschriftungen für bessere Lesbarkeit 

plt.xticks(rotation=0, ha='center', fontsize=16, fontname='Times New 
Roman') 

# Setze die Schriftart für die y-Achsen-Beschriftungen 

plt.yticks(fontsize=16, fontname='Times New Roman') 

# Setze die X-Achsen-Grenzen auf den Bereich der vorhandenen Daten 

plt.xlim(daily_volatility_nan_dropped.index.min(), 
daily_volatility_nan_dropped.index.max()) 

# Setze die Y-Achsen-Grenzen auf 0 bis 150 

plt.ylim(0, 150) 

# Füge Gitterlinien für bessere Lesbarkeit hinzu 

plt.grid(axis='y', linestyle='--', alpha=0.7) 

# Füge die Legende hinzu 

plt.legend(fontsize=16, loc='upper left', frameon=False, prop={'family': 
'Times New Roman', 'size': 16}) 

# Speichere das Diagramm als PNG-Datei mit einer Auflösung von 300 DPI 

plt.tight_layout() 

plt.savefig('tägliche_preisvolatilität.png', dpi=300) 

# Zeige das Diagramm an 

plt.tight_layout() 

plt.show() 

# Berechnung der jährlichen Volatilität, indem die tägliche Volatilität in 
Jahre aggregiert wird 

annual_volatility = de_lux_column.resample('YE').std() 

# Berechne die jährliche Zunahme der Volatilität 

annual_increase = annual_volatility.diff().dropna() 

# Ausgabe der jährlichen Zunahme 

print(annual_increase) 

# Berechne die jährliche durchschnittliche tägliche Volatilität 

annual_mean_volatility = daily_volatility.resample('YE').mean() 

# Berechne die jährliche Zunahme der durchschnittlichen täglichen 
Volatilität 

annual_increase_mean = annual_mean_volatility.diff().dropna() 

# Ausgabe des jährlichen Anstiegs der durchschnittlichen täglichen 
Volatilität 
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print(annual_increase_mean) 

# Entfernung von Zeilen mit NaN-Werten in den täglichen Volatilitätsdaten 

daily_volatility_nan_dropped = daily_volatility.dropna() 

# Konvertierung des Datetime-Index in ordinale Zahlen (erforderlich für die 
Regression) 

X = 
daily_volatility_nan_dropped.index.map(mdates.date2num).values.reshape(-1, 
1) 

# Formatierung der Volatilitätswerte für das Regressionsmodell 

y = daily_volatility_nan_dropped.values.reshape(-1, 1) 

# Fit des linearen Regressionsmodells 

model = LinearRegression() 

model.fit(X, y) 

# Berechne die Steigung der Trendlinie 

slope = model.coef_[0][0] 

# Umrechnung der Steigung von Tagen auf Jahre 

days_per_year = 365.25  # Berücksichtigt Schaltjahre 

slope_per_year = slope * days_per_year 

# Ausgabe der durchschnittlichen jährlichen Steigung 

print(f"Durchschnittliche jährliche Steigung der Trendlinie: 
{slope_per_year:.4f}") 

# Angenommener durchschnittlicher Wert der täglichen Volatilität (zum 
Beispiel) 

V_avg = daily_volatility_nan_dropped.mean() 

# Prozentuale jährliche Zunahme berechnen 

percentage_increase_per_year = (slope_per_year / V_avg) * 100 

print(f"Jährliche Zunahme in Prozent: {percentage_increase_per_year:.2f}%") 

# Entferne Zeilen mit NaN-Werten 

de_lux_column_clean = de_lux_column.dropna() 

# Resample die Daten, um tägliche Durchschnittswerte zu berechnen 

daily_avg_prices = de_lux_column_clean.resample('D').mean() 

# Entferne NaN-Werte aus den täglichen Durchschnittsdaten 

daily_avg_prices_clean = daily_avg_prices.dropna() 

# Konvertiere den Datetime-Index in ordinale Zahlen (erforderlich für die 
Regression) 

X = daily_avg_prices_clean.index.map(mdates.date2num).values.reshape(-1, 1) 

# Bereite die Preiswerte für das Regressionsmodell vor 

y = daily_avg_prices_clean.values.reshape(-1, 1) 

# Fitte das lineare Regressionsmodell 

model = LinearRegression() 

model.fit(X, y) 

# Vorhersage der Werte zur Ermittlung der Trendlinie 

trend = model.predict(X) 
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# Plotte die täglichen Durchschnittspreise als Liniendiagramm 

plt.figure(figsize=(16 / 2.54, 10 / 2.54))  # Setze die Breite des 
Diagramms auf 16 cm 

plt.plot(daily_avg_prices_clean.index, daily_avg_prices_clean, 
color='grey', linewidth=0.5, label='Täglicher Durchschnittspreis') 

# Plotte die lineare Trendlinie 

plt.plot(daily_avg_prices_clean.index, trend, color='black', linestyle='--
', linewidth=1, label='Linearer Trend') 

# Füge Titel und Beschriftungen hinzu 

# plt.title('Täglicher Durchschnittspreis für Deutschland/Luxemburg in 
[€/MWh]', fontsize=16, fontname='Times New Roman') 

# plt.xlabel('Jahr', fontsize=16, fontname='Times New Roman') 

plt.ylabel('Durchschnittlicher Preis (€/MWh)', fontsize=16, fontname='Times 
New Roman') 

# Setze Haupt-Ticks, um nur das Jahr anzuzeigen 

plt.gca().xaxis.set_major_locator(mdates.YearLocator()) 

plt.gca().xaxis.set_major_formatter(mdates.DateFormatter('%Y')) 

# Drehe die x-Achsen-Beschriftungen für bessere Lesbarkeit 

plt.xticks(rotation=0, ha='center', fontsize=16, fontname='Times New 
Roman') 

# Setze die Schriftart für die y-Achsen-Beschriftungen 

plt.yticks(fontsize=16, fontname='Times New Roman') 

# Setze die X-Achsen-Grenzen auf den Bereich der vorhandenen Daten 

plt.xlim(daily_avg_prices_clean.index.min(), 
daily_avg_prices_clean.index.max()) 

# Füge Gitterlinien für bessere Lesbarkeit hinzu 

plt.grid(axis='y', linestyle='--', alpha=0.7) 

# Füge die Legende hinzu 

plt.legend(fontsize=16, loc='upper left', frameon=False, prop={'family': 
'Times New Roman', 'size': 16}) 

# Speichere das Diagramm als PNG-Datei mit einer Auflösung von 300 DPI 

plt.tight_layout() 

plt.savefig('täglicher_durchschnittspreis.png', dpi=300) 

# Zeige das Diagramm an 

plt.tight_layout() 

plt.show() 

# Resample der Daten nach Jahr und Berechnung der jährlichen Durchschnitte 

yearly_avg_prices = de_lux_column.resample('YE').mean() 

# Daten für Industriestrompreise in Euro-Cent pro kWh (2000-2023) 

industry_prices = { 

    'Jahr': [2023, 2022, 2021, 2020, 2019, 2018, 2017, 2016, 2015, 2014, 
2013, 2012, 2011], 

    'Industriestrompreis': [19.04, 15.12, 9.08, 8.49, 8.55, 7.71, 7.61, 
7.88, 8.09, 8.44, 8.6, 8.95, 9.00]} 
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# Daten für Industriestrompreise (inklusive Stromsteuer) in Euro-Cent pro 
kWh (1998-2024) 

industry_tax_prices = { 

    'Jahr': [2024, 2023, 2022, 2021, 2020, 2019, 2018, 2017, 2016, 2015, 
2014, 2013, 2012, 2011, 2010, 2009, 2008, 2007, 2006, 2005, 2004, 2003, 
2002, 2001, 2000, 1999, 1998], 

    'Industriestrompreis (inkl. Steuer)': [16.65, 24.46, 43.2, 21.38, 
17.76, 18.43, 17.96, 17.09, 15.55, 15.23, 15.32, 15.11, 14.33, 14.04, 
12.07, 11.4, 13.25, 11.41, 11.53, 9.73, 8.92, 7.98, 6.86, 6.47, 6.05, 8.86, 
9.34]} 

# Umwandeln in Pandas DataFrames 

df_industry = pd.DataFrame(industry_prices) 

df_industry_tax = pd.DataFrame(industry_tax_prices) 

# Formatieren des Index für jedes Dataframe als Datum (Jahr) 

df_industry['Jahr'] = pd.to_datetime(df_industry['Jahr'].astype(str) + '-
12-31', format='%Y-%m-%d') 

df_industry_tax['Jahr'] = 
pd.to_datetime(df_industry_tax['Jahr'].astype(str) + '-12-31', format='%Y-
%m-%d') 

df_industry.set_index('Jahr', inplace=True) 

df_industry_tax.set_index('Jahr', inplace=True) 

# Jahreswerte sortieren 

df_industry = df_industry.sort_values('Jahr') 

df_industry_tax = df_industry_tax.sort_values('Jahr') 

# Plot erstellen 

plt.figure(figsize=(16 / 2.54, 10 / 2.54))  # Setze die Breite des 
Diagramms auf 16 cm 

# Industriestrompreise plotten 

plt.plot(df_industry.index, df_industry['Industriestrompreis'], 
label='Industriestrompreise exkl. Steuer', color='black', linestyle='-', 
linewidth=2) 

# Industriestrompreise inklusive Steuer plotten 

plt.plot(df_industry_tax.index, df_industry_tax['Industriestrompreis (inkl. 
Steuer)'], label='Industriestrompreise inkl. Steuer', color='black', 
linestyle='--', linewidth=2) 

# Jährliche Durchschnittspreise plotten (bereits vorhandene 
yearly_avg_prices) 

plt.plot(yearly_avg_prices.index, yearly_avg_prices/10, label='Jährlicher 
Großhandelsdurchschnittspreis', color='black', linestyle=':', linewidth=2) 

# Titel und Achsenbeschriftungen hinzufügen 

#plt.title('Vergleich der jährlichen Durchschnittspreise und 
Industriestrompreise in Deutschland') 

#plt.xlabel('Jahr') 

plt.ylabel('Preis in Euro-Cent/kWh', fontsize=16, fontname='Times New 
Roman') 

# Setze Haupt-Ticks, um nur das Jahr anzuzeigen 

plt.gca().xaxis.set_major_locator(mdates.YearLocator(4)) 
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plt.gca().xaxis.set_major_formatter(mdates.DateFormatter('%Y')) 

# Drehe die x-Achsen-Beschriftungen für bessere Lesbarkeit 

plt.xticks(rotation=0, ha='center', fontsize=16, fontname='Times New 
Roman') 

# Setze die Schriftart für die y-Achsen-Beschriftungen 

plt.yticks(fontsize=16, fontname='Times New Roman') 

# Füge Gitterlinien für bessere Lesbarkeit hinzu 

plt.grid(axis='y', linestyle='--', alpha=0.7) 

# Legende anzeigen 

plt.legend(fontsize=16, loc='upper left', frameon=False, prop={'family': 
'Times New Roman', 'size': 16} 

# Speichere das Diagramm als PNG-Datei mit einer Auflösung von 300 DPI 

plt.tight_layout() 

plt.savefig('preisvergleich.png', dpi=300) 

# Diagramm anzeigen 

plt.tight_layout() 

plt.show() 
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Anhang 2 - Prozessschritte, Phasen und elektrische Lasten des Musterprozesses der Autoklav-
CFK-Fertigung (AP-Prozess) 

 
1. Prepreg auslagern 

• Phase 1: Lagerzugriff und Transport zum Arbeitsbereich 
o Dauer: ca. 0,25 Stunden 
o Leistung: 2 kW (elektrischer Antrieb für Transportmittel) 
o Energiebedarf: 0,5 kWh 

 
2. Prepreg auftauen 

• Phase 1: Aufwärmen der Wärmekammer (Initiales Aufheizen) 
o Dauer: ca. 0,5 Stunden 
o Leistung: 10 kW 
o Energiebedarf: 5 kWh 

• Phase 2: Erreichen und Stabilisieren der Zieltemperatur 
o Dauer: ca. 0,5 Stunden 
o Leistung: 8 kW 
o Energiebedarf: 4 kWh 

• Phase 3: Temperatur halten für das Auftauen 
o Dauer: ca. 3 Stunden 
o Leistung: 2 kW 
o Energiebedarf: 6 kWh 

• Phase 4: Leichtes Abkühlen und Beenden des Auftauens 
o Dauer: ca. 0,5 Stunden 
o Leistung: 2 kW 
o Energiebedarf: 1 kWh 

 
3. Prepreg zuschneiden 
• Phase 1: Positionierung und Fixierung des Prepregs 

o Dauer: ca. 0,1 Stunden 
o Leistung: 1 kW (Leichte Robotik) 
o Energiebedarf: 0,1 kWh 

• Phase 2: Schneiden mit dem Cutter 
o Dauer: ca. 0,5 Stunden 
o Leistung: 5 kW (Schneidmaschine) 
o Energiebedarf: 2,5 kWh 
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4. Werkzeug vorbereiten (detailliert) 
• Phase 1: Bereitstellung des Werkzeugs 

o Beschreibung: Das Werkzeug wird aus dem Lager geholt und in den 
Arbeitsbereich gebracht. 

o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW (manuelle Arbeit) 
o Energiebedarf: 0,25 kWh 

• Phase 2: Intensive Reinigung des Werkzeugs 
o Beschreibung: Entfernen von Staub, Rückständen und Verunreinigungen durch 

manuelle Reinigung, ggf. unter Nutzung von Reinigungsmitteln und Druckluft. 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1,5 kW (Nutzung von Reinigungsgeräten wie Druckluftpistolen) 
o Energiebedarf: 0,75 kWh 

• Phase 3: Auftragen des Trennmittels 
o Beschreibung: Gleichmäßiges Aufbringen eines Trennmittels auf die 

Werkzeugoberfläche, um eine spätere saubere Entformung zu gewährleisten. 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1,5 kW (manuelle Arbeit und evtl. kleine Sprühgeräte) 
o Energiebedarf: 0,75 kWh 

• Phase 4: Trocknung des Trennmittels 
o Beschreibung: Warten, bis das Trennmittel eine trockene, gleichmäßige Schicht 

bildet, ggf. unter Einsatz von leichter Luftzirkulation. 
o Dauer: ca. 0,25 Stunden 
o Leistung: 0,5 kW (z. B. kleiner Ventilator) 
o Energiebedarf: 0,125 kWh 

 
5. Layup 

• Phase 1: Vorbereitung und Reinigung des Werkzeugs und des Prepregs 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW 
o Energiebedarf: 0,25 kWh 

• Phase 2: Platzieren des ersten Layers auf dem Werkzeug 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1,5 kW 
o Energiebedarf: 0,75 kWh 

• Phase 3: Fixierung und Kontrolle der Platzierung 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1,5 kW 
o Energiebedarf: 0,375 kWh 
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• Phase 4: Platzieren weiterer Layers (je nach Bauteildicke) 
o Dauer: ca. 1 Stunde 
o Leistung: 1,5 kW 
o Energiebedarf: 1,5 kWh 

• Phase 5: Abschlusskontrolle und Fixierung des Layups 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1,5 kW 
o Energiebedarf: 0,375 kWh 

 
6. Bauteil vakuumverpacken 

• Phase 1: Platzierung und Abdichtung der Vakuumfolie 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW 
o Energiebedarf: 0,25 kWh 

• Phase 2: Kontrolle der Abdichtung 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW 
o Energiebedarf: 0,25 kWh 

• Phase 3: Vakuum erzeugen (Initiales Vakuum) 
o Dauer: ca. 0,25 Stunden 
o Leistung: 3 kW 
o Energiebedarf: 0,75 kWh 

• Phase 4: Halten des Vakuums und Feinjustierung 
o Dauer: ca. 0,75 Stunden 
o Leistung: 2 kW 
o Energiebedarf: 1,5 kWh 

 
7. Debulking 

• Phase 1: Vorbereitung der Vakuumverpackung 
o Beschreibung: Platzieren der Vakuumfolie und Abdichten der Ränder am 

Bauteil, damit ein stabiles Vakuum aufgebaut werden kann. 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1 kW (manuelle Arbeit) 
o Energiebedarf: 0,5 kWh 

• Phase 2: Anschluss an das Vakuumsystem 
o Beschreibung: Verbinden des Bauteils mit dem Vakuumsystem, um eine stabile 

Verbindung für den Unterdruck zu gewährleisten. 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW (manuelle Arbeit) 
o Energiebedarf: 0,25 kWh 
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• Phase 3: Initiales Vakuum erzeugen 
o Beschreibung: Starten des Vakuumsystems, um Luft und Feuchtigkeit aus der 

Vakuumverpackung zu entfernen. Dies stabilisiert das Material vor dem 
Druckaufbau. 

o Dauer: ca. 0,25 Stunden 
o Leistung: 3 kW (Vakuumpumpe) 
o Energiebedarf: 0,75 kWh 

• Phase 4: Druckaufbau und -halten 
o Beschreibung: Nach Erreichen des Vakuums wird ein zusätzlicher Druck 

aufgebaut, um das Material zu konsolidieren. Der Druck wird dann für eine 
kurze Zeit gehalten, um das Bauteil zu stabilisieren. 

o Dauer: ca. 0,5 Stunden 
o Leistung: 3 kW (Vakuumpumpe und Pressdruckaufbau) 
o Energiebedarf: 1,5 kWh 

 
8. Vorbereitung für Autoklav 

• Phase 1: Transport zum Autoklav 
o Dauer: ca. 0,25 Stunden 
o Leistung: 2 kW (Transportmittel) 
o Energiebedarf: 0,5 kWh 

• Phase 2: Positionierung im Autoklav 
o Dauer: ca. 0,1 Stunden 
o Leistung: 1 kW (leichte Robotik) 
o Energiebedarf: 0,1 kWh 

 
9. Bauteil aushärten im Autoklav 

• Phase 1: Vorheizen des Autoklaven auf Starttemperatur 
o Dauer: ca. 0,5 Stunden 
o Leistung: 100 kW 
o Energiebedarf: 50 kWh 

• Phase 2: Aufheizen auf Aushärtetemperatur (180 °C) 
o Dauer: ca. 1,5 Stunden 
o Leistung: 140 kW 
o Energiebedarf: 210 kWh 

• Phase 3: Druckaufbau auf 8 bar 
o Dauer: ca. 0,5 Stunden 
o Leistung: 30 kW 
o Energiebedarf: 15 kWh 
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• Phase 4: Temperatur und Druck halten 
o Dauer: ca. 14 Stunden 
o Leistung: 30 kW 
o Energiebedarf: 420 kWh 

• Phase 5: Abkühlen und Druckabbau 
o Dauer: ca. 1 Stunde 
o Leistung: 60 kW 
o Energiebedarf: 60 kWh 

 
10. Bauteil entformen 

• Phase 1: Transport des Bauteils aus dem Autoklav auf den Vorplatz 
o Beschreibung: Nach Abschluss des Aushärteprozesses wird das Bauteil aus dem 

Autoklav entfernt und auf den Vorplatz gebracht. 
o Dauer: ca. 0,5 Stunden 
o Leistung: 2 kW (Transportmittel, z. B. Hebevorrichtung) 
o Energiebedarf: 1 kWh 

• Phase 2: Entfernen der Vakuumfolie 
o Beschreibung: Manuelles Entfernen der Vakuumfolie, die das Bauteil während 

des Aushärtens abgedichtet hat. 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1 kW (manuelle Arbeit) 
o Energiebedarf: 0,5 kWh 

• Phase 3: Entfernen der Hilfsmittel und Hilfsteile 
o Beschreibung: Alle Hilfsteile, wie z. B. Schläuche, Anschlüsse und Dichtungen, 

die für den Aushärteprozess notwendig waren, werden entfernt. 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1,5 kW (manuelle Arbeit, leichte Werkzeuge) 
o Energiebedarf: 0,75 kWh 

• Phase 4: Initiale Inspektion des Bauteils 
o Beschreibung: Das Bauteil wird auf erste sichtbare Fehler und 

Unregelmäßigkeiten überprüft, bevor es vollständig aus der Form gelöst wird. 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW (Lichtquellen und manuelle Inspektion) 
o Energiebedarf: 0,25 kWh 

• Phase 5: Entformen des Bauteils (Heben aus der Form) 
o Beschreibung: Das Bauteil wird vorsichtig aus der Form gehoben, oft mithilfe 

eines Hebegeräts oder Krans, um Beschädigungen zu vermeiden. 
o Dauer: ca. 0,5 Stunden 
o Leistung: 3 kW (Hebevorrichtung) 
o Energiebedarf: 1,5 kWh 
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11. Bauteil qualitätsprüfen 
• Phase 1: Transport zur Ultraschallprüfeinrichtung 

o Beschreibung: Das Bauteil wird von der Entformstation zur 
Ultraschallprüfeinrichtung transportiert. 

o Dauer: ca. 0,25 Stunden 
o Leistung: 2 kW (Transportmittel, z. B. Hebevorrichtung oder Wagen) 
o Energiebedarf: 0,5 kWh 

• Phase 2: Positionierung des Bauteils auf der Prüfeinrichtung 
o Beschreibung: Das Bauteil wird auf der Prüfvorrichtung genau positioniert, um 

eine präzise Prüfung zu ermöglichen. 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW (Positioniermechanismus, ggf. manuelle Justierung) 
o Energiebedarf: 0,25 kWh 

• Phase 3: Automatisierte Ultraschallprüfung 
o Beschreibung: Das Bauteil wird mittels Ultraschall gescannt, um interne 

Defekte, Delaminationen oder Einschlüsse zu identifizieren. Dieser Schritt läuft 
vollautomatisiert. 

o Dauer: ca. 1 Stunde 
o Leistung: 8 kW (Ultraschallprüfanlage) 
o Energiebedarf: 8 kWh 

• Phase 4: Erstellung eines Messprotokolls 
o Beschreibung: Die Ultraschallprüfeinrichtung erstellt ein Messprotokoll, das die 

Ergebnisse der Prüfung dokumentiert und zur weiteren Analyse bereitstellt. 
o Dauer: ca. 0,1 Stunden 
o Leistung: 1 kW (Rechner und Speichersystem) 
o Energiebedarf: 0,1 kWh 

 
12. Bauteil nachbearbeiten 

• Phase 1: Grobes Schleifen der Oberfläche 
o Dauer: ca. 0,5 Stunden 
o Leistung: 12 kW 
o Energiebedarf: 6 kWh 

• Phase 2: Präzises Schleifen und Polieren 
o Dauer: ca. 0,5 Stunden 
o Leistung: 10 kW 
o Energiebedarf: 5 kWh 

• Phase 3: Kantenbearbeitung und Detailschleifen 
o Dauer: ca. 0,25 Stunden 
o Leistung: 10 kW 
o Energiebedarf: 2,5 kWh 
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• Phase 4: Reinigung der Oberfläche und Staubabsaugung 
o Dauer: ca. 0,5 Stunden 
o Leistung: 5 kW 
o Energiebedarf: 2,5 kWh 

 
13. Bauteil beschichten 

• Phase 1: Reinigen und Vorbereiten der Oberfläche 
o Dauer: ca. 0,5 Stunden 
o Leistung: 3 kW 
o Energiebedarf: 1,5 kWh 

• Phase 2: Aufbringen der ersten Lackschicht 
o Dauer: ca. 0,5 Stunden 
o Leistung: 10 kW 
o Energiebedarf: 5 kWh 

• Phase 3: Trocknen der ersten Schicht 
o Dauer: ca. 1 Stunde 
o Leistung: 5 kW 
o Energiebedarf: 5 kWh 

• Phase 4: Aufbringen der zweiten Lackschicht 
o Dauer: ca. 0,5 Stunden 
o Leistung: 10 kW 
o Energiebedarf: 5 kWh 

• Phase 5: Endtrocknen 
o Dauer: ca. 1 Stunde 
o Leistung: 5 kW 
o Energiebedarf: 5 kWh 
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Anhang 3 - Prozessschritte, Phasen und elektrische Lasten des Musterprozesses der RTM-
CFK- Fertigung (RTM-Prozess) 

 
1. Harz auslagern 

• Phase 1: Lagerzugriff und Transport zum Arbeitsbereich 
o Dauer: ca. 0,25 Stunden 
o Leistung: 2 kW 
o Energiebedarf: 0,5 kWh 

 
2. Harz auftauen 

• Phase 1: Aufwärmen der Wärmekammer 
o Dauer: ca. 0,5 Stunden 
o Leistung: 10 kW 
o Energiebedarf: 5 kWh 

• Phase 2: Erreichen und Stabilisieren der Zieltemperatur 
o Dauer: ca. 0,5 Stunden 
o Leistung: 8 kW 
o Energiebedarf: 4 kWh 

• Phase 3: Temperatur halten 
o Dauer: ca. 3 Stunden 
o Leistung: 2 kW 
o Energiebedarf: 6 kWh 

• Phase 4: Leichtes Abkühlen 
o Dauer: ca. 0,5 Stunden 
o Leistung: 2 kW 
o Energiebedarf: 1 kWh 

 
3. Harz anmischen 

• Phase 1: Vorbereitung der Mischung (Zutaten einfüllen) 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW (manuell) 
o Energiebedarf: 0,25 kWh 

• Phase 2: Mischen der Harzkomponenten 
o Dauer: ca. 0,5 Stunden 
o Leistung: 5 kW (Harzmischanlage) 
o Energiebedarf: 2,5 kWh 

• Phase 3: Kontrolle der Mischung und Qualitätscheck 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW (manuelle Überprüfung) 
o Energiebedarf: 0,25 kWh 
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4. Gewebe zuschneiden 
• Phase 1: Positionierung und Fixierung des Gewebes 

o Dauer: ca. 0,1 Stunden 
o Leistung: 1 kW 
o Energiebedarf: 0,1 kWh 

• Phase 2: Schneiden mit dem Cutter 
o Dauer: ca. 0,5 Stunden 
o Leistung: 5 kW 
o Energiebedarf: 2,5 kWh 

5. Werkzeug vorbereiten 
• Phase 1: Bereitstellung des Werkzeugs 

o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW 
o Energiebedarf: 0,25 kWh 

• Phase 2: Intensive Reinigung 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1,5 kW 
o Energiebedarf: 0,75 kWh 

• Phase 3: Trennmittel auftragen 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1,5 kW 
o Energiebedarf: 0,75 kWh 

• Phase 4: Trocknen des Trennmittels 
o Dauer: ca. 0,25 Stunden 
o Leistung: 0,5 kW 
o Energiebedarf: 0,125 kWh 

 
6. Layup 

• Phase 1: Platzieren des Gewebes in der Form 
o Dauer: ca. 1 Stunde 
o Leistung: 1,5 kW 
o Energiebedarf: 1,5 kWh 

• Phase 2: Fixieren und Kontrolle der Platzierung 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1,5 kW 
o Energiebedarf: 0,75 kWh 
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7. Form schließen 
• Phase 1: Platzieren des Deckels oder oberen Werkzeugteils 

o Dauer: ca. 0,25 Stunden 
o Leistung: 2 kW (manuelle Justierung, ggf. Hebewerkzeug) 
o Energiebedarf: 0,5 kWh 

• Phase 2: Sicheres Verschließen der Form 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1,5 kW (Schrauben, Klemmen oder hydraulische Presse) 
o Energiebedarf: 0,75 kWh 

• Phase 3: Vakuumaufbau zur Dichtheitsprüfung 
o Dauer: ca. 0,5 Stunden 
o Leistung: 3 kW (Vakuumpumpe) 
o Energiebedarf: 1,5 kWh 

 
8. Harz injizieren und aushärten 

• Phase 1: Initiales Injektionssetup und Druckaufbau 
o Dauer: ca. 0,25 Stunden 
o Leistung: 3 kW (Harzinjektor) 
o Energiebedarf: 0,75 kWh 

• Phase 2: Harz injizieren 
o Dauer: ca. 1 Stunde 
o Leistung: 10 kW (Harzinjektor mit kontrolliertem Druck) 
o Energiebedarf: 10 kWh 

• Phase 3: Aushärten unter Druck 
o Dauer: ca. 3 Stunden 
o Leistung: 4 kW (Heiz- und Drucksystem) 
o Energiebedarf: 12 kWh 

 
9. Bauteil entformen 

• Phase 1: Transport des Bauteils auf den Vorplatz 
o Dauer: ca. 0,5 Stunden 
o Leistung: 2 kW 
o Energiebedarf: 1 kWh 

• Phase 2: Entfernen der Vakuumfolie 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1 kW 
o Energiebedarf: 0,5 kWh 

• Phase 3: Entfernen der Hilfsmittel und Hilfsteile 
o Dauer: ca. 0,5 Stunden 
o Leistung: 1,5 kW 
o Energiebedarf: 0,75 kWh 
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• Phase 4: Initiale Inspektion 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW 
o Energiebedarf: 0,25 kWh 

• Phase 5: Entformen des Bauteils 
o Dauer: ca. 0,5 Stunden 
o Leistung: 3 kW 
o Energiebedarf: 1,5 kWh 

 
10. Bauteil qualitätsprüfen 

• Phase 1: Transport zur Prüfeinrichtung 
o Dauer: ca. 0,25 Stunden 
o Leistung: 2 kW 
o Energiebedarf: 0,5 kWh 

• Phase 2: Positionierung des Bauteils 
o Dauer: ca. 0,25 Stunden 
o Leistung: 1 kW 
o Energiebedarf: 0,25 kWh 

• Phase 3: Ultraschallprüfung 
o Dauer: ca. 1 Stunde 
o Leistung: 8 kW 
o Energiebedarf: 8 kWh 

• Phase 4: Erstellung des Messprotokolls 
o Dauer: ca. 0,1 Stunden 
o Leistung: 1 kW 
o Energiebedarf: 0,1 kWh 

 
11. Bauteil nachbearbeiten 

• Phase 1: Grobes Schleifen 
o Dauer: ca. 0,5 Stunden 
o Leistung: 12 kW 
o Energiebedarf: 6 kWh 

• Phase 2: Präzises Schleifen und Polieren 
o Dauer: ca. 0,5 Stunden 
o Leistung: 10 kW 
o Energiebedarf: 5 kWh 

• Phase 3: Kantenbearbeitung und Detailschleifen 
o Dauer: ca. 0,25 Stunden 
o Leistung: 10 kW 
o Energiebedarf: 2,5 kWh 
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• Phase 4: Reinigung der Oberfläche und Staubabsaugung 
o Dauer: ca. 0,5 Stunden 
o Leistung: 5 kW 
o Energiebedarf: 2,5 kWh 

 
12. Bauteil beschichten 

• Phase 1: Vorbereitung der Oberfläche 
o Dauer: ca. 0,5 Stunden 
o Leistung: 3 kW 
o Energiebedarf: 1,5 kWh 

• Phase 2: Aufbringen der ersten Lackschicht 
o Dauer: ca. 0,5 Stunden 
o Leistung: 10 kW 
o Energiebedarf: 5 kWh 

• Phase 3: Trocknen der ersten Schicht 
o Dauer: ca. 1 Stunde 
o Leistung: 5 kW 
o Energiebedarf: 5 kWh 

• Phase 4: Aufbringen der zweiten Lackschicht 
o Dauer: ca. 0,5 Stunden 
o Leistung: 10 kW 
o Energiebedarf: 5 kWh 

• Phase 5: Endtrocknen 
o Dauer: ca. 1 Stunde 
o Leistung: 5 kW 
o Energiebedarf: 5 kWh 
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Anhang 4 - Python Code der Job-Shop-Modellimplementierung 

import gurobipy as gp 

from gurobipy import GRB 

 

def print_variables_with_value_one(model): 

    """ 

    Gibt die Namen und Werte aller Variablen in einem Gurobi-Modell aus, 

    deren Wert 1 ist. 

    """ 

    # Stelle sicher, dass das Modell gelöst wurde 

    if model.status != gp.GRB.OPTIMAL and model.status != 
gp.GRB.TIME_LIMIT: 

        print("Das Modell ist nicht optimal gelöst oder hat das Zeitlimit 
erreicht.") 

        return 

 

    print("Variablen mit Wert 1:") 

    for var in model.getVars(): 

        if abs(var.X - 1) < 1e-6:  # Prüfen, ob der Wert numerisch 1 ist 

            print(f"{var.VarName}: {var.X}") 

 

 

def extract_model_results(model): 

    import platform 

    import multiprocessing 

    """ 

    Extrahiert die Ergebnisse eines Gurobi-Modells und gibt ein Tuple 
zurück. 

    Tuple: 

      - Liste 1: Entscheidungsvariablen mit ihren Werten 

      - Liste 2: Technische Informationen zur Lösungsfindung (Statistiken, 
Hardware-Log) 

 

    :param model: Das gelöste Gurobi-Modell. 

    :return: Tuple (variable_results, technical_info) 

    """ 

    if model.status not in {GRB.OPTIMAL, GRB.TIME_LIMIT}: 

        print("Modell wurde nicht optimal gelöst oder hat das Zeitlimit 
erreicht.") 

        return None, None 

 

    # Extrahiere Modellstatistiken 
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    runtime = model.Runtime 

    iterations = model.IterCount 

    node_count = model.NodeCount 

    objective_value = model.ObjVal 

 

    # Hardware-Log 

    cpu_info = platform.processor() or "Unknown Processor" 

    num_cores = multiprocessing.cpu_count() 

    system_info = platform.system() + " " + platform.version() 

    hardware_log = ( 

        f"CPU: {cpu_info}, Kerne: {num_cores}, OS: {system_info}" 

    ) 

 

    # Ergebnisse der Variablen extrahieren 

    variable_results = { 

        var.VarName: var.X for var in model.getVars() if abs(var.X) > 1e-6 

    }  # Nur Variablen mit Wert != 0 

 

    # Technische Informationen 

    technical_info = { 

        "Lösungszeit (Sekunden)": runtime, 

        "Anzahl Iterationen": int(iterations), 

        "Anzahl Knoten": int(node_count), 

        "Hardware-Log": hardware_log 

    } 

 

    return variable_results, technical_info, objective_value 

 

def modell_erzeugen_und_loesen(A, B, G, M, P, T, c, d, k, l, n): 

 

    # Gurobi-Modell erstellen 

    print("Erstelle Gurobi-Modell...") 

    model = gp.Model("Reihenfolgeplanung") 

 

    # Entscheidungsvariablen erstellen: 

    print("Erstelle Entscheidungsvariablen...") 

    # X[a, m, p]: Binäre Variable, die angibt, ob Auftrag a in Periode p 
auf Maschine m gestartet wird 

    X = model.addVars(A, M, P, vtype=GRB.BINARY, name="X") 

    # Y[a, m, p]: Binäre Variable, die angibt, ob Auftrag a in Periode p 
auf Maschine m ausgeführt wird 

    Y = model.addVars(A, M, P, vtype=GRB.BINARY, name="Y") 
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    # Z[b]: Binäre Variable, die angibt, ob Bauteil b produziert wird 

    Z = model.addVars(B, vtype=GRB.BINARY, name="Z") 

 

    print(f"Anzahl der Entscheidungsvariablen erstellt: {len(X) + len(Y) + 
len(Z)}") 

 

    print("Definiere Zielfunktion...") 

 

    # Zielfunktion: Maximiere den Gesamtprofit (Erlös - Kosten) 

    model.setObjective(gp.quicksum(X[a, m, p] * Z[b] * k[a][p] 

                                   for b in B 

                                   for a in G[b]  # Aufträge pro Bauteil 

                                   for m in M  # Maschinen pro Typ 

                                   for p in P  # Perioden 

                                   ), 

                       GRB.MINIMIZE 

                       ) 

 

    print("Zielfunktion erfolgreich definiert.") 

 

    print("Füge Nebenbedingungen hinzu...") 

 

    # Jeder Auftrag darf nur einmal ausgeführt werden oder nicht 

    print("Füge Nebenbedingung hinzu: Jeder Auftrag darf nur einmal 
ausgeführt werden oder nicht.") 

    model.addConstrs( 

        (gp.quicksum(X[a, m, p] for m in M for p in P) <= 1  # Maximal 
einmalige Ausführung 

         for a in A),  # Für jeden Auftrag 

        name="Einmal_Ausfuehren" 

    ) 

 

    # Alle oder keinen Auftrag eines jeden Bauteils ausführen 

    print("Füge Nebenbedingung hinzu: Alle oder keinen Auftrag eines 
Bauteils ausführen.") 

    model.addConstrs( 

        (gp.quicksum(X[a, m, p] for a in G[b] for m in M for p in P) / 
len(G[b]) == Z[b] 

         for b in B),  # Für jedes Bauteil 

        name="Alle_Auftraege" 

    ) 

 

    # Aufträge müssen in der richtigen Reihenfolge ausgeführt werden 
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    print("Füge Nebenbedingung hinzu: Aufträge müssen in der richtigen 
Reihenfolge ausgeführt werden.") 

    for a in A: 

        if n[a] != None: 

            model.addConstr( 

                (gp.quicksum(X[a, m, p] * p for m in M for p in P) + 

                 gp.quicksum(X[a, m, p] * d[a] for m in M for p in P) <= 

                 gp.quicksum(X[n[a], m, p_next] * p_next for m in M for 
p_next in P)), 

                name="Reihenfolge_Auftraege" 

            ) 

 

    # Maximale Wartezeit zwischen zwei aufeinanderfolgenden Aufträgen 
(falls vorhanden) 

    print("Füge Nebenbedingung hinzu: Maximale Wartezeit zwischen zwei 
aufeinanderfolgenden Aufträgen.") 

    for a in A: 

        if n[a] != None: 

            model.addConstr( 

                (gp.quicksum(X[n[a], m, p] * p for m in M for p in P) <= 

                 gp.quicksum(X[a, m, p] * p for m in M for p in P) + d[a] + 
l[a]), 

                name="MaxWartezeit" 

            ) 

 

    # Jeder Auftrag darf nur auf Maschinen des richtigen Typs ausgeführt 
werden 

    print("Füge Nebenbedingung hinzu: Jeder Auftrag darf nur auf Maschinen 
des richtigen Typs ausgeführt werden.") 

    model.addConstrs( 

        (X[a, m, p] <= c[(a, m)]  # Auftrag darf nur auf Maschinen des 
passenden Typs ausgeführt werden 

         for a in A  # Für jeden Auftrag des Bauteils 

         for m in M  # Für jede Maschine dieses Typs 

         for p in P),  # Für jede Periode 

        name="MaschinentypZuweisung" 

    ) 

 

    # Aufträge dürfen spätestens die Anzahl Perioden ihrer Dauer vor Ende 
des Planungshorizontes beginnen 

    print("Füge Nebenbedingung hinzu: Spätester Start von Aufträgen.") 

    model.addConstrs( 

        (gp.quicksum(X[a, m, p] * p for m in M for p in P) + d[a] - 1 <= 
len(P) 

         for a in A), 
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        name="SpätesterStart" 

    ) 

 

    # Maschinen dürfen je Periode nur einen Auftrag bearbeiten. 

    print("Füge Nebenbedingung hinzu: Nur ein Auftrag je Maschine und 
Periode.") 

    model.addConstrs( 

        (gp.quicksum(Y[a, m, p] for a in A) <= 1 for m in M for p in P), 

         name="Maschinenkapazitaet" 

    ) 

 

    # Aufträge müssen über alle Perioden auf derselben Maschine ausgeführt 
werden. 

    print("Füge Nebenbedingung hinzu: Jeder Auftrag vollständig auf einer 
Maschine ") 

    model.addConstrs( 

        (X[a, m, p] * d[a] <= (gp.quicksum(Y[a, m, p_strich] for p_strich 
in range(p, p + d[a]))) 

         for a in A 

         for m in M 

         for p in P[:-d[a]+1]), 

         name="einheitlicheMaschine" 

    ) 

 

 

    # Abschluss der Nebenbedingungen 

    print("Alle Nebenbedingungen erfolgreich hinzugefügt.") 

 

    # Ausgabekommentierung 

    print("Starte Optimierung...") 

 

    # Optimierung starten 

    model.optimize() 

 

    return extract_model_results(model) 
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Anhang 5 – Ergebnistabelle der Szenarien-Optimierung des AP-Prozesses 
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Anhang 6 – Ergebnistabelle der Szenarien-Optimierung des RTM-Prozesses 
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